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RESUMO

Com o avanco tecnoldgico, a forma como investidores atuam no mercado financeiro mudou.
M4dquinas podem gerar ordens de compra e venda de ativos em uma velocidade muito maior que
a de reacdo humana e com maior acuricia. A bolsa de valores ¢ um ambiente competitivo onde
qualquer vantagem € o suficiente para fazer diferenca. Prever variacdes no mercado financeiro
¢ um problema dificil de se modelar. Devido a dinamicidade do mercado financeiro, ordens
de compra e venda muitas vezes sdo feitas sobre emog¢ao humana, decisdes precipitadas que
nao tem embasamento ou até mesmo andlises erroneas, levando a perdas em capital investido.
Portanto, ter em maos um sistema capaz de fazer previsdes sobre o futuro no mercado financeiro
¢ uma grande vantagem financeira e por isso, indispensavel. Indicadores econdmicos que visam
sintetizar aspectos do mercado, assim como a aplica¢do de modelos matematicos sdo alternativas
amplamente utilizadas. Porém, por serem técnicas generalizadas, falham em se adaptar a certos
comportamentos do mercado. Redes neurais profundas apresentam uma alternativa para a
previsao de comportamentos de forma adaptdvel e dinamica, assim como € o comportamento
do mercado financeiro. Este trabalho descreve o uso de redes neurais a fim de criar um sistema
de algorithmic trading. O foco € criar predi¢des de tendéncia no mercado financeiro visando
tomar melhores decisdes de compra e venda, aumentando-se, assim, o retorno financeiro em
relacdo a métodos padrdes de andlise técnica. O método proposto se baseia em utilizar redes
neurais recorrentes do tipo Long Short-Term Memory (LSTM) sobre aprendizado supervisionado.
Utiliza-se um banco de dados composto por séries temporais dos precos de fechamento de vérias

acoes da bolsa de valores.

Palavras-chave: Deep-learning. Redes neurais recorrentes. Mercado Financeiro. Séries Tempo-

rais. Long Short-Term Memory. Algorithmic Trading.



ABSTRACT

With the advancement of technology, the way investors act at the financial market has changed.
Machines can generate market signals at greater speeds than human reaction and with more
accuracy. The stock market is a competitive environment where any advantage is enough to make
a significant difference. Predicting variations in the financial market is a difficult problem to
model. Due to the dynamics of the financial market, buying and selling orders are often made
throught human emotion, hasty decisions that have no basis or even erroneous analyzes, leading
to losses on invested capital. Hence, having a system capable of forecasting the future in the
financial market is a great financial advantage and therefore indispensable. Economic indicators
that aim to synthesize an aspect of the market, as well as the application of mathematical models
are widely used alternatives. However, because they are generalized techniques, they fail to adapt
to certain market behaviors. Deep neural networks presents an alternative for predicting behavior
in an adaptive and dynamic way, as is the behavior of the financial market. This paper describes
the use of neural networks in order to create an algorithmic trading system. The focus is to create
trend predictions in the financial market in order to make better buying and selling decisions.
This increases the financial return when compared to standard methods of technical analysis. The
proposed method is to use recurrent neural networks of the Long Short-Term Memory (LSTM)
type with supervised learning. A database is used consisting of time series of the closing prices

of several shares of the stock exchange.

Keywords: Deep-learning. Recurrent Neural Networks. Financial Market. Time Series. Long

Short-Term Memory. Algorithmic trading.
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1 INTRODUCAO

1.1 Apresentacao e Objeto de Pesquisa

A bolsa de valores € o lugar onde € feito a compra e venda de ag¢des, titulos, commodities, indices,
cambio entre outros. Podendo assim, se dividir em: Mercado de capitais, de crédito, de cambio e
mercado monetdrio. O mercado brasileiro é composto pela bolsa de valores oficial chamada de
B3, resultado da fusdo entre a BM&FBovespa e a Cetip, que tem sua sede em Sao Paulo. Hoje,
em um dia de negocia¢do, o mercado financeiro brasileiro move mais de 10 bilhdes de reais (B3|
2019). Com as variacdes temporais no preco de ativos, seja de valoriza¢do ou de desvalorizagao,

investidores conseguem lucrar sobre a volatilidade do mercado.

Ha grande interesse por parte de pesquisadores, economistas, investidores e afins de se modelar
e prever o comportamento de ativos e adquirir informacgdes de tendéncias do mercado. O motivo
de usar técnicas e sistemas para auxiliar o processo de por ordens de compra e venda em ativos
na bolsa de valores reside na dinamicidade do mercado financeiro, sendo sujeito a variagdes
causadas por acontecimentos e noticias do pais e do mundo, o mercado financeiro pode ser
considerado um sistema randdomico dependendo da escala de tempo em analise (MAHATA;

PRASAD, 2019).

Investidores que operam no mercado financeiro utilizam estratégias para terem vantagens. Sejam
estas estratégias: (i) modelos matematicos como forma de andlise técnica do comportamento do
mercado, tentando adquirir informagdes sobre tendéncias ou de for¢as compradoras e vendedoras,
assim como (if) andlise fundamentalista, onde o investidor utiliza informagdes e noticias vindas
do cendrio politico e econdmico do pais e do mundo para especular o comportamento do
mercado. As técnicas e modelos matematicos podem possibilitar maior facilidade para que
desejam se inserir no mercado financeiro uma vez que facilitam a forma de se atuar e analisar
o mercado. Porém, um dos problemas em técnicas de anélise financeira € o fato de ndo serem
capazes de julgar peculiaridades de certos padrdes ou até mesmo de, por serem generalizadas,
prover interpretacdes erradas do mercado. Falta assim, um sistema de compra e venda de agdes,
denominado sistema de negociacdo, capaz de dar auxilio correto e eficiente, incapaz de tomar

decisdes precipitadas e que seja capaz de fazer previsdes sobre o futuro do mercado.
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Um sistema autdnomo atuando como um robd de investimento, isto €, um algoritmo que gera
ordens de compra e venda através de computadores, traz a capacidade de simular e visualizar
modelos matemdticos e econdmicos antes que se atue no mercado financeiro, podendo assim,
julgar seu desempenho antes que haja investimento de capital e atuar de forma rdpida e precisa
quando necessdrio, tal processo é denominado de backtesting. Fora isso existem os beneficios de
negociar nos melhores precos possiveis e ter um sistema que aplica gerenciamento de risco mais

rédpido que um humano devido a velocidade de operacdo de um computador.

O principio de funcionamento de uma rede neural artificial se baseia em usar como arquétipo o
cérebro humano com seus neurdnios e suas sinapses. Assim, imitando uma estrutura bioldgica,
cria-se um modelo matematico que herda caracteristicas do cérebro humano, como sua habilidade

de aprender.

H4 trés formas em que uma rede neural artificial aprende informagdes, via aprendizado super-
visionado, ndo-supervisionado e por refor¢co. Em aprendizado supervisionado, parte-se de um
conjunto de dados ja conhecido, onde os dados estdo correlacionados em pares de entrada e saida.
No aprendizado nao-supervisionado, hd pouco conhecimento, ou nenhum conhecimento, sobre
os resultados, desta forma, o objetivo € as relacdes entre as varidveis através das redes neurais. Ja
o aprendizado por refor¢o, busca treinar uma rede neural através de um sistema de recompensas
e puni¢des, ndo ha entradas e nem saidas neste treinamento, a rede neural deve aprender a
sobreviver em um ambiente através de a¢des ndo pré-definidas a fim de obter recompensas e ndo

punigdes.

Redes neurais artificiais podem ser treinadas, através do aprendizado supervisionado, com dois
objetivos distintos: Classificar e regredir. Isto €, redes neurais podem ser treinadas com o intuito
de classificar um banco de dados em classes. Um exemplo seria criar um banco de dados com
imagens de diferentes letras escritas por serem humanos onde as classes sdo as letras do alfabeto
e o objetivo da rede neural € acertar quais imagens pertencem as suas devidas classes. Assim
como podem ser treinadas com o intuito de observar padrdes dentro de uma sequéncia. Um
exemplo seria criar um banco de dados com variacdes de temperatura de uma sala ao longo
do tempo e o objetivo da rede neural € prever qual serd a proxima temperatura da sala. Neste

trabalho serd abordado o aprendizado supervisionado com o objetivo de regressao.
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Uma rede neural treina acertando e errando predicdes feitas referentes a um banco de dados e a
cada vez que faz isso, passa pelo processo de aprendizado supervisionado usando um processo
de otimizacao onde a rede neural passa a convergir acertando mais que errando. Este processo é

feito até que a rede ndo consiga mais aumentar a taxa de acertos.

Na atualidade, existe uma explosdo em estudos em redes neurais e com isso inimeras no-
vas aplicacdes estio aparecendo. Deteccdo de cancer (JOUNI, 2016), deteccao de padroes de
fala (GRAVES; MOHAMED; HINTON, [2013)), reconhecimento de escrita (PERWEJ; CHA!
TURVEDI, 2011}, reconhecimento facial (ER) [2002)), redes que compdem musica (CHEN;
MIIKKULAINEN] 2001) e redes que conseguem jogar jogos (SILVER| [2017) sdo alguns dos

exemplos da aplicac@o de redes neurais.

Entre as arquiteturas de redes neurais propostas ao longo dos anos, as mais comentadas nesse
trabalho serao as redes neurais recorrentes (RNN, do inglés Recurrent Neural Networks). Uma
de suas primeiras aplicagdes veio como a rede de Hopfield, proposta em Hopfield (1982), esta
rede foi aplicada a problemas envolvendo séries temporais. Mais especificamente serd comentada
a rede recorrente de memoria de longo prazo (LSTM, do inglés Long Short-Term Memory),
proposta por Sepp Hochreiter e Jiirgen Schmidhuber (HOCHREITER; SCHMIDHUBER| [1997),

aplicada a mesma classe de problemas.

Para problemas onde os dados compdem séries temporais, redes neurais recorrentes sao aplicadas
com maior sucesso, uma vez que esse tipo de arquitetura possibilita a esse tipo de rede a

capacidade de gerir dependéncias temporais e assim observar padrdes.

1.2 Trabalhos Relacionados

Aqui, sao descritos os trabalhos estudados relacionados ao problema abordado de gerar predi-
¢oes no mercado financeiro através de redes recorrentes. Todos os trabalhos buscam utilizar
redes recorrentes com outras técnicas a fim de suplementar a capacidade da rede em gerar
predicdes. Primeiro estdo descritos os trabalhos que analisam o mercado financeiro brasileiro e,

seguidamente, os trabalham que analisam outros mercados.
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Em um dos trabalhos de redes neurais recorrentes para previsao de séries temporais financeiras o
autor estuda a aplicacdo de redes LSTM ao problema de se gerar previsdes em séries temporais
(NELSON, 2017). Especificamente, € analisada a bolsa de valores de Sdo Paulo a fim de se
prever tendéncias de precos de acdes. O método foi utilizar o histérico de precos de acdes em
conjunto com indicadores de andlise técnica. No artigo foi relatado que o modelo LSTM foi
capaz de prever a tendéncia do preco da acdo no futuro imediato com mais de 55% de precisao.
Também foi relatado que o modelo foi capaz de detectar variagdes agudas na tendéncia, o que
gerou maiores retornos a curto prazo. Vale ressaltar que o artigo menciona que mesmo com a
dimensionalidade da entrada sendo grande, a rede foi capaz de mostrar aprendizado satisfatério
sobre os dados sem que fosse necessdrio usar técnicas de pré-processamento no banco de dados

como a reducdo de dimensionalidade.

No trabalho On stock return prediction with LSTM networks (HANSSON, [2017) o autor faz uso
de redes LSTM para gerar predi¢des sobre indices do mercado financeiro. No caso, os indices
escolhidos foram o S&P 500 dos Estados Unidos, o Bovespa 50 do Brasil e 0o OMX 30 da Suécia.
Em termos de regressdo, a acurécia da rede neural se assemelhou a acuricia de modelos conven-
cionais de andlise de séries temporais, no caso, um modelo ARMA GRJ-GARCH (modelo de
heteroscedasticidade condicional auto-regressiva generalizada de Glosten—Jagannathan—Runkle).
Porém em termos de classificar a mudanga em direcdo de tendéncia, a rede LSTM superou
tais modelos convencionais. Como adendo, foi mencionado que a maior dificuldade em gerar
boas predi¢des nos mercados do Estados Unidos e Brasil podem ser indicios de um mercado
financeiro que utiliza em maior quantidade dados histéricos para se gerar decisdes de compra e

venda.

No trabalho Time Series Prediction: Predicting Stock Price (ELLIOT), 2017) os autores apresen-
tam quatro modelos utilizados para a predicao de precos futuros. O banco de dados utilizado foi
o indice S&P 500 como série temporal. O artigo relata sobre a necessidade que métodos lineares
convencionais de predi¢do em séries temporais sofrem por terem que partir do pressuposto que
as séries temporais sao estaciondrias e demostra que, em termos de testes empiricos, modelos
RNN tem maior acurdcia em predi¢do, sem ter que partirem de tais pressupostos. O artigo segue
em mencionar algumas estratégias que podem ser utilizadas nos algoritmos para se efetuar
compra e venda no mercado e como redes neurais podem usar tais estratégias com certo grau

de confiabilidade. Vale ressaltar que, assim como citado no artigo, foi utilizado apenas dados
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de entrada de uma dimensao, o preco de fechamento do ativo, e que a rede neural LSTM nao
falhou em criar relacdes entre os dados, apenas aprendeu a repetir a tltima informagao no tempo.
Desta forma, evidencia-se o impacto da caracterizacdo da rede e dos dados relacionados e que
possiveis avancos ao estado da arte de modelos LSTM ou de técnicas relacionadas podem levar

a melhorias nos resultados.

Por fim, no trabalho Application of Neural Network for Forecasting of Exchange Rates and
Forex Trading (MAKNICKIENE, 2012) os autores utilizaram diferentes arquiteturas de redes
neurais através do método de Delphi onde a média da decisdo de todos supera a decisdo de
apenas um (DALKEY; HELMER| |1963). A fim de se criar um algoritmo que gera predi¢des
no mercado financeiro. Foi utilizado como banco de dados, os dados histéricos de Foreign
Exchange (mercado de cambio) e uma investigacao estatistica dos resultados mostrou aumento
na performance da predi¢do. Os modelos utilizados foram RNN com arquiteturas diferentes e
com algoritmos de aprendizagem diferentes. Nos resultados, o estudo demonstra que RNN foram
capazes de gerar até 4% de lucro nos periodos de teste no par cambial euro-délar(EUR/USD),
fora ter comprovado que a abordagem via método de Delphi obteve maior eficicia no processo

de gerar predicdes.

Em geral, os trabalhos citados usam diversas técnicas dentro do escopo de redes neurais recor-
rentes para atacar o problema de predi¢des no mercado financeiro. Diferentemente, a proposta
deste trabalho buscou criar uma estrutura de testes que permita rapida prototipagem de modelos
através de um sistema que simplifica a criacdo, testes e validez dos modelos. Além disso, a
proposta buscou testar a eficiéncia de cada modelo contra uma situagdo real onde o modelo
nao deve apenas gerar lucro, mas gerar mais lucro que outras estratégias ja usadas no mercado
sobre parametros reais de comissao e spread, isto é, quando uma ordem de compra ou venda nao
consegue ser executada no preco determinado devido a flutuacdo do mercado. Para tanto, foram
utilizadas redes recorrentes LSTM para gerar predi¢cdes a fim de serem utilizadas por uma estra-
tégia de algorithmic trading. Além disto, a estrutura criada foi capaz de expor estas predi¢des

para plataformas de negociacdo para que seja possivel obter lucro de forma automatizada.
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1.3 Objetivos

O objetivo geral deste trabalho foi o desenvolvimento de um sistema atuando como um robd
de investimento que, através de um modelo de rede neural recorrente do tipo LSTM, obtém
previsdes dos valores futuros de ativos para se encontrar pontos de compra e venda de forma
automatizada. O sistema € capaz de expor estas predi¢des a plataformas de operagdo na bolsa de

valores e testar sua rentabilidade sem que haja capital investido.

Como objetivos especificos tem-se as etapas de: (i) revisdo bibliogréfica de trabalhos que
estudam o problema de Algorithmic Trading com redes neurais recorrentes e escolha de banco
de dados com vdrias séries temporais de diferentes acdes da bolsa de valores usadas durante
treinamento, (ii) anélise de diferentes modelos de redes neurais recorrentes LSTM aplicadas no
problema de regressdo em séries temporais e avaliacdo do desempenho dos modelos analisados,
(iii) desenvolvimento do sistema de robd de investimento que utiliza o modelo de rede neural
proposto para gerar sinais de compra e venda e teste do sistema nos bancos de dados escolhidos,
(iv) avaliagcdo do desempenho do sistema proposto, comparando com outras estratégias e por fim,

a documentac¢do de todo o estudo feito assim como a solug@o proposta e seu resultado.

1.4 Estrutura do Texto

O presente trabalho esté estruturado de tal forma que inicia-se com a introdu¢do, cujo objetivo é
informar ao leitor sobre o problema e suas as caracteristicas, assim como mencionar trabalhos
ja realizados sobre o assunto, justificar o motivo de se abordar este problema e como 0 mesmo
serd abordado. Posteriormente, no segundo capitulo, serdo apresentados os referenciais tedricos,
onde, apresenta-se os assuntos tratados no trabalho e a base tedrica das ferramentas utilizadas,

tais como: séries temporais, mercado financeiro, indicadores técnicas, redes RNN e LSTM.

Em seguida, tem-se um terceiro capitulo dedicado a proposta de abordagem do problema, onde
€ apresentada a solucdo detalhado ao problema exposto e, em sequéncia, o quarto capitulo
dedicado aos resultados obtidos, onde sdo expostos os recursos utilizados no desenvolvimento

deste projeto, os experimentos efetuados, as métricas e os resultados obtidos. Por fim, dedica-se
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0 quinto capitulo para a exposi¢ao das conclusdes do trabalho, onde a eficiéncia da solugao
proposta € comparada a outras solu¢des propostas em outros trabalhos, assim como possiveis

melhorias.
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2 EMBASAMENTO TEORICO

Este capitulo tem por finalidade estabelecer os conceitos tedricos necessarios usados no trabalho.
Portanto, o capitulo inicia com com uma explicacdo conceitual sobre o que sdo séries temporais.
Em seguida, sao explicadas caracteristicas do mercado financeiro, ferramentas de andlise e
possiveis estratégias utilizadas no mercado. Por fim, sdo explicadas redes neurais recorrentes,

seus pontos chaves e o porqué da escolha de utiliza-las.

2.1 Séries Temporais

Séries Temporais sdo sequéncias de dados que tem relacdes temporais entre os pontos observados.
A caracteristica fundamental de uma série temporal é que os pontos observados adjacentes sdo
necessariamente dependentes (OLIVEIRA| 2012). O Grifico[I]apresenta um exemplo de uma
série temporal composta pelos valores das a¢des da empresa Google ao longo dos anos. Em azul
tem-se os valores de fechamento das agdes e abaixo, tem-se em vermelho e verde um histograma

correspondendo ao volume de a¢des negociadas no tempo.

Griéfico 1 — Exemplo de uma série temporal
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Fonte: |Yahoo! (2019b)).

As séries temporais aparecem em varios problemas, como: (i) demanda elétrica de uma cidade,
(if) variacdo da temperatura de uma cidade, (iii) preco de acdes na bolsa de valores e etc. Onde

sdo classificadas como: (i) continuas ou discretas onde fendmenos continuos sdo eventos onde
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ha infinitas observacdes de valores entre dois valores numéricas quaisquer enquanto fendme-
nos discretos tem um nimero finito de valores, uma varidvel discreta € sempre numérica. (ii)
deterministicas ou estocasticas onde séries deterministicas tem seus valores escritos por funcdes
matematicas, a lei de formagdo de séries deterministicas é da forma y = f(tempo). Enquanto
séries estocdsticas sdo descritas como um fun¢do matematica dependente do tempo com uma
componente aleatdria associada a essa fungéo, por exemplo, y = f(tempo, §), onde a componente
aleatéria é 8. Ainda sobre séries estocdsticas, existe uma sub-divisdo em series estaciondrias e
ndo-estaciondrias. Séries estaciondrias sdo séries que apresentam valores estatisticos constantes
para cada realizacdo da série. Na pratica, a maioria das séries presentes na natureza sao nao-
estaciondrias, isto é, seus valores estatisticos variam para cada realizacio da serie. A proposta
de se estudar séries estaciondrias esta relacionada a andlise estatistica, uma vez que existe uma
necessidade de se simplificar certas séries para poder compreendé-las (OLIVEIRAL 2012). Ha
varios modelos para se analisar séries temporais utilizando métodos lineares e ndo-lineares. Uma

abordagem baseado em modelos ndo lineares € o uso de redes neurais.

2.2 Analise de Ativos no Mercado Financeiro

A andlise de ativos no mercado financeiro pode ser divida em estilos de implementacdo. Estas
implementagdes vao de andlises puramente fundamentalistas assim como puramente técnicas.
Isto €, na andlise fundamentalista, opera-se no mercado financeiro através de indices de empre-
sas, métricas como lucro liquido de uma empresa ao ano, nimero de funciondrios, atividade
econdmica no setor em que atua, assim como noticias e acontecimentos do pais e do mundo.
Ja a andlise técnica grafica, busca observar padrdes na flutuacao do preco de ativos a fim de
operar comprando e vendendo ativos. Ao se analisar o mercado financeiro deve-se estar ciente
de como cada mercado se comporta, isto €, diferentes lugares, tem diferentes caracteristicas de
flutuacao, horério de pico, volume negociado, quantidade de ativos assim como estar ciente de
caracteristicas de corretoras como a comissao a ser paga por negociacdo, além de caracteristicas

que variam com tempo como o slippage € o spread.

O slippage ocorre quando € executada uma ordem, seja de compra ou venda, no mercado

financeiro, mas o prego efetivo ndo € o mesmo do posto na ordem. Isto pode ocorrer em
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qualquer momento, porém tal comportamento € acentuado devido a baixa liquidez de ativos ou
quando o investidor opera, seja compra ou venda, em grandes volumes e nao ha compradores ou
vendedoras disponiveis para negociar o montante desejado, desta forma, a ordem nao € executada
imediatamente, tendo que ser executada em prego diferente possivelmente com outro valor. Isto
é, o preco e quantidade de acdes que o investidor deseja movimentar, nao € compativel com o

mercado. A diferenca em preco entre a forca vendedora e compradora é chamada de spread.

2.2.1 Dados OHLCV

Os dados historicos obtidos para negociacio de ativos no mercado financeiro sao dados por cinco
séries temporais as quais compdoem o OHLCYV, isto é, Open-High-Low-Close-Volume - OHLCYV,
desta forma, os dados sdo formados por: preco de abertura, preco maximo, preco minimo, preco
de fechamento e volume de ac¢des negociadas. Entretanto, pode ocorrer que os dados de volume
ndo estejam presentes, nesta situacao, tem-se 0 OHLC. No Grifico [2} sdo mostrados dados
histéricos OHLC do ativo CMIG3 da empresa Companhia Energética de Minas Gerais expostos
em forma de barras e o volume exposto através do histograma verde. Cada barra do gréfico

denominada “vela” representa os precos OHLC para um dado momento no tempo.

Gréfico 2 — Exemplo de velas OHLC
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Fonte: Producgdo do préprio autor.
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2.3 Indicadores Técnicos no Mercado Financeiro

Ao se estudar o comportamento da flutuagdo de um ativo no mercado financeiro, busca-se
obter ferramentas graficas que tentem expressar caracteristicas do mercado através de fungdes

matematicas.

Tais fungdes matemdticas usadas em anélise grafica compdem os chamados indicadores técni-
cos, que, através do preco de abertura, fechamento, preco maximo e preco minimo, extraem
informacdes de momento, tendéncia e volatilidade. Indicadores técnicos atuam como operadores
de séries temporais, com o propdsito de sintetizar ou extrair informacdes especificas. Um dos
indicadores de maior uso ¢ o média mével simples (SMA, do inglés Simple Moving Average)
com sua defini¢do dada pela equagao (2.1), onde, 7 € o periodo em andlise e prego, , 7 € 0 prego
de fechamento em dado momento t 4 7'.
__ precor + -+ prego, v

SMA;(preco) = " (2.1)

2.3.1 Indicadores de Momento

Tem o objetivo de fornecer momentos apropriados para o investidor se posicionar no mercado,
isto é, fornecer momentos 6timos de compra e venda de ativos na bolsa de valores a fim de
maximizar o retorno. A ferramenta indica que, caso esteja com um valor perto do seu maximo,
entdo, forca compradora € excessiva, isto €, 0 movimento pode estar prestes a mudar seu momento
uma vez que, agora com muitos compradores em relacdo a vendedores, o preco tende a diminuir.
No momento oposto, isto €, quando o indicador estiver perto do seu valor minimo, tem-se entdo
forca vendedora excessiva podendo levar a subida do preco. Dentre eles, os mais comumente
utilizados sdo o taxa de variagcdo (ROC, do inglés Rate of Change) dado pela equagao eo
Williams%R dado pela equagdo (2.3).

ROC = (wq)xloo, 2.2)
prego, _,

ICCOmaximoy, — PT€EOfechamento
P n—P t) % 100.
Pré¢Omsximo;,;, — PI€€Ominimoy

William%R, = ( (2.3)
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Onde: ¢ € o periodo em andlise n é o periodo de calculo do indicador; pre¢o-mdximo, € va-
lor méximo nos ultimos n periodos; preco-minimo,, € valor minimo nos ultimos n periodos;

preco-fechamento, € o valor de fechamento para o tempo 7.

No Grifico[3]é demonstrado um exemplo dos indicadores em relagdo ao ativo GOOG da empresa
Google. O valor do preco de fechamento do ativo € dado pela linha azul, ja as linhas verde e

vermelho, sdo os indicadores ROC e William%R, respectivamente.

Grafico 3 — Valores de fechamento com indicadores de momento
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Fonte:|Yahoo| (2019b).

2.3.2 Indicadores de Tendéncia

Tem como objetivo mostrar a dire¢do do mercado, isto €, se existe tendéncia de subida ou
descida, provendo assim, uma direcao geral do mercado. Dentre os indicadores de tendéncia, o
mais comumente utilizado é o Convergéncia/Divergéncia de Média Mével (MACD, do inglés
Moving Average Convergence/Divergence). Nota-se que n na equacdo (2.4) se refere ao periodo

de calculo do indicador.

1
EMA; = kxprego,+ (1 —k)x EMA,;_;,onde k = ’Hz_ , (2.4)
Sinalyacp = EMAcura — EMAlongaa (2.5)
Sinalmegio = EMAmedios (2.6)

Histogramayacp = Sinalyacp — Sinalyédio 2.7
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Neste indicador, € obtido, a partir de duas médias méveis com periodos distintos, um sinal
e um histograma. O sinal MACD ¢ obtido através da diferenga entre as duas médias moveis,
como demonstra a equagéo (2.3)), somado a isto, utiliza-se outra média mével com um periodo
entre os periodos utilizados no calculado do sinal médio, equac@o (2.6). A média mével classica
na utilizacdo do MACD ¢ a média mével exponencial (EMA, do inglés Exponential Moving

Average) dada pela equacéo (2.4).

A andlise deste indicador € feita através do comportamento de: convergéncia, divergéncia e
cruzamento entre o Sinalyacp € Sinalyédio, assim como o cruzamento destes sinais com o €ixo
zero, isto é, 0 momento em que um sinal passa de uma valor positivo a um valor negativo ou

vice-versa.

O histograma € uma forma gréfica de mensurar o comportamento de divergéncia e convergéncia
entre os sinais, facilitando a visualizacio da diferenga dos sinais ao longo do tempo. O cruzamento
de sinais tende a ser um momento de interesse, pois 0 mesmo significa que ocorreu uma variagao
na tendéncia. Caso os sinais se cruzem e o sinalyacp cruze o eixo tal que o sinal passe de um
valor positivo a um valor negativo, ou vice-versa, tem-se uma uma tendéncia a valorizagao,
onde, quanto maior a diferenca entre os sinais, maior a velocidade em que esta tendéncia esta se
formando, tal diferenca € visualizada através do histograma. Caso o sinalyacp cruze o eixo de
um valor positivo para um valor negativo, tem-se uma tendéncia a desvaloriza¢do do preco do

ativo.

No Grifico[d]é demonstrado um exemplo dos indicadores em relagio ao ativo GOOG da empresa
Google. O valor do preco de fechamento do ativo € dado pela linha azul, ja as linhas amarela e

roxa sao os sinais MACD e o sinal médio, respectivamente.
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Grafico 4 — Valores de fechamento com indicador técnico MACD
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2.3.3 Indicadores de Volatilidade

Estes indicadores tentam observar comportamentos de volatilidade de um ativo, analisando
quanto o ativo variou em dado momento em relacdo ao passado, a fim de determinar se o

comportamento esta fora do padrao visto no passado.

Os indicadores de volatilidade mais comumente utilizados sdo os indicadores Bandas de Bollinger

e o alcance verdadeiro médio (ATR, do inglés Average True Range).

O indicador Banda de Bollinger gera trés sinais, a banda média, superior e inferior. Dadas pelas

equagdes (2.8)), (2.9), (2.10), onde STD é o operador de desvio padréo.

Bollingeryggia = SMA;(preco-fechamento) (2.8)
Bollingergyperior = Bandawmedia +2STD x (Bandapegia ) (2.9)
Bollingery iy = Bandayegia —2STD x (Bandayedia) (2.10)

O indicador ATR ¢ dado pela equag@o (2.12)), onde ¢ é o periodo de andlise e ATR; é o maior
valor entre: a diferenca em valor absoluto do preco méximo atual e de fechamento anterior, a
diferenca em valor absoluto preco minimo atual e fechamento anterior, e a diferencga entre o

preco méaximo atual e o minimo atual.
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preco-mdaximo, — preco-minimo,
ATR; = max{ ||preco-maximo, — preco-fechamento,_| (2.11)

|preco-minimo, — preco-fechamento,_ |

ATR = SMA,(ATR,) (2.12)

No Grifico[5]é demonstrado um exemplo dos indicadores em relagéo ao ativo GOOG da empresa
Google. O valor do preco de fechamento do ativo é dado pela linha azul, ja a zona amarela € a

area delimitada pelas bandas de Bollinger a linha vermelha é o ATR.

Grafico 5 — Valores de fechamento com indicador técnico ATR
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2.4 Computacao Financeira e Algorithmic Trading

Computacdo financeira é uma extensdo de ciéncia da computag@o que envolve assuntos relaciona-
dos ao mercado financeiro. Assim como a matematica, a utilizacdo de métodos computacionais na

economia traz a capacidade da simulacao e visualizacdo de modelos matematicos e econdmicos.

Investidores ou instituicdes que contam com sistemas computacionais e bancos de dados sobre o

mercado financeiro, conseguem tirar proveito de modelos matematicos probabilisticos utilizando
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algoritmos para extrair informagdes tteis sobre o mercado sem ter que passar pelas tecnicalidades
de se fazer cada célculo. Tarefa que um sistema computacional faz rapidamente (MARKOWITZ,

1991).

Ha4 vérios nichos de conhecimento que tiram vantagem disso, como melhores formas de admi-
nistrar créditos, avaliar propostas financeiras ou automagdo de compra e venda em pregos de

acoes.

Robd de investimento (do inglés, Algorithmic trading) ¢ uma forma de automatizar o processo de
compra e venda no mercado financeiro. Isto é, criar um algoritimo que através de uma estratégia
e regras do tipo if - then sejam feitas as ordens de compra e venda. A vantagem de se usar
este tipo de método reside no fato de que por serem sistemas computacionais, operam em uma
velocidade maior que a de seres humanos e de forma automatizada. Tornando o sistema capaz de
gerar lucros de forma répida e independente de interacdo humana, contando que uma estratégia

eficiente seja utilizada.

Um exemplo que pode ser dado é, criar um sistema onde um computador anilise médias méveis
de uma acao, constantemente procurando por pontos onde hé criagdo de uma tendéncia de
compra. E com o tempo de anélise mais rapido que a de seres humanos, comprar as acdes no

comeco da tendéncia, aumentando assim, os lucros.

Através da capacidade de simular cendrios com bancos de dado, que advém da computagdo
financeira, um sistema de Algorithmic trading pode executar backtesting. O backtesting é o
procedimento de teste de estratégia. Com a possibilidade de gerar e simular cendrios reais,
antes de ingressar no mercado financeiro com capital investido. O backtesting possibilita ao
usudrio simular, sobre os dados reais do histérico de preco de quantas ag¢des julgar necessario, o
rendimento e a eficiéncia da estratégia. Com as simulagdes feitas, pode-se ainda gerar relatorios

que definem niveis de risco, lucro percentual e quando se fez lucro ou quando se fez prejuizo.
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2.5 RNN

Uma rede RNN tem como caracteristica o uso de nds recorrentes em sua estrutura, isto €, a
saida da célula € re-alimentada como uma entrada dela mesma. Como apresentado na Figura[T]
onde na esquerda tem-se representacdo de uma célula RNN e na direita seu uso para entradas
com dependéncias temporais mostrando como sdo esquematizadas suas conexodes, uma relacao

recorrente bésica definida por uma RNN é dada pelas equagdes (2.13) e (2.14):

S = f(Uxt‘f‘WStfl) (2.13)

0y — VS[. (214)

Onde, x € a entrada, p € a saida, s é o estado oculto e U, V e W sdo os pesos associados a estrutura
darede, e f € uma fun¢do ndo linear para a ativagio da saideﬂ Nota-se, pela equacdo , que
para redes RNN, a saida da célula no tempo ¢ € dado pela entrada no tempo ¢ e seu estado no
tempo ¢ — 1. Desta forma, associa-se a informagdes a serem processadas no tempo ja que durante
o processo de atualizagdo dos parametros via treinamento supervisionado, o gradiente do estado

t — 1 € usado para atualizar o parametro no tempo .

Figura 1 — Modelo de uma RNN
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Fonte: |[LeCun, Bengio e Hinton| (2015).

I Usualmente, utiliza-se como fungio de ativacio nio linear as funcdes tangente hiperbélica e a rectified linear

unit - ReLU
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A habilidade de uma RNN em criar dependéncias temporais reside na propagacdo e influéncia
destes gradientes ao longo da rede assim como mencionado acima. Entretanto, existem limitacdes
a essas relacdes temporais a medida que o gradiente se propaga, ele tende a ficar com valores
proximos de zero, deixando de influenciar a rede e por sua vez, perdendo longas relagdes
temporais entre as entradas. Isto é conhecido como o Problema do desvanecimento do gradiente

(PVG, do inglés Vanishing Gradient) (HU,|2018]).

2.5.1 Tipos de arquiteturas de RNN

Como demostra a Figura[2] onde os retdngulos vermelhos representam as entradas da rede, os
retangulos verdes os estados ocultos da rede e os retangulos azuis as saidas da rede, a literatura
define quatro tipos arquiteturas RNN, listadas a seguir: (i) muitos para muitos (do inglés, Many
to Many), (ii) muitos para um (do inglés, Many to One), (iii) um para muitos (do inglés, One to

Many ), e (iiii) um para um (do inglés, One to One).

Como o nome sugere, tais arquiteturas formalizam como os dados estdo correlacionados, isto é,
caso queira obter uma sequéncia de dados no tempo na saida, deve ser utilizar uma arquitetura
“para muitos”, ou seja, processa-se a entrada de tal forma que obtenha uma sequéncia de saida.
Seguindo a l6gica, caso queira-se apenas um valor a partir de uma sequéncia, utiliza-se uma

arquitetura “para um”.

Figura 2 — Tipos arquiteturas RNN
one to one one to many many to one many to many many to many
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Fonte:|Olah| (2015).
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2.6 LSTM

Redes LSTM sdo um tipo de RNN com modificagdes na estrutura de suas camadas. Ha uma
diferencga na estrutura da saida em relacdo a saida de redes recorrentes mostradas pelas equacdes
(2.13) e (2.14). Em uma rede neural LSTM, busca-se propagar a entrada no tempo ¢ assim como

o estado da rede no passo anterior através do uso de estruturas denominadas portdes.

As modificagdes buscam contornar o PVG, ou seja, criar um modelo que define relacdes temporais
mais distantes entre as entradas. Nao hd modificagdes no conceito de redes recorrentes, isto &,
a rede continua a trabalhar com o estado s; no tempo ¢ influenciando o estado s;11 no tempo
t + 1 e assim sucessivamente. Nao hd mudanca na légica por trds do funcionamento, apenas é

aumentada a robustez da estrutura de cada célula.

Como apresentado na Figura[3] onde ¢ demonstrado uma rede LSTM desdobrada no tempo para
3 entradas com suas conexdes esquematizadas demonstrando o fluxo de informagao na célula, o

diferencial reside na estrutura interna da célula.

Figura 3 — Rede LSTM desdobrada no tempo
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Fonte: |Bao, Yue e Rao|(2017).

A mesma é composta por portdes que trabalham como comportas de dados. Tais estruturas de
controle trabalham de forma cooperativa com o objetivo de controlar o fluxo de informagao,
operando como uma memdria, definindo o que a rede deve guardar e o que deve esquecer ao
longo do tempo. Especificamente, Uma célula LSTM contém trés tipos de portdes de controle:
(i) portdo para decidir qual informacdo ndo € relevante, o portdo de esquecimento(do ingl€s,

Forget Gate); (ii) portdo para definir quais entradas serdo utilizadas para atualizar as células
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de memoria, o portao de entrada (do inglés, Input Gate); (iii) portdo que decide quais serdo as
saidas da célula, levando em conta qual a entrada e qual o estado da célula de memoria, o portdo

de saida (do inglés, Output Gate) (BROWNLEE, 2017).

2.6.1 Processamento na célula LSTM

As equacdes que definem a estrutura interna de uma célula LSTM sao mostradas a seguir:

ir = o(Wix;+bji+Wpihi 1 +by;), (2.15)
fi = o(Wipxi+bis+Wyph | +byp, (2.16)
or = &(Wigxi +bio+Wiohi—1 +by,), (2.17)
C, = tanh(Wigx, +big+ Wighi_1 +by,), (2.18)
C = [i0C_1+i0G, (2.19)
h = o, ®tanh(G). (2.20)

Onde: ® € o operador do produto Hadamard; tanh € a funcio tangente hiperbdlica; o € a
funcdo sigmoide; A, x; e C; sdo a saida, a entrada e o o estado da célula LSTM no instante
t, respectivamente; i;, f; € o; sdo as saidas do Input Gate, Forget Gate e do Output Gate,

respectivamente.

A Figura [ mostra o efeito da equagdo (2.16)), que representa o Forget Gate. Aqui, f; permite

controlar quanto da informacdo do estado no tempo anterior, C;_ 1, influencia o estado atual Cﬂ

2 Nota-se que a fungio sigmoide retorna um valor no intervalo de [0, 1], que define quanto do estado da célula no

tempo passado deseja-se usar.
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Figura 4 — Fluxo de informagao referente ao Forget Gate

Fonte: |Olah| (2015).

A Figura[5|mostra o efeito das equagdes (2.15)) e (2.18)), que representam o Input Gate e o buffer
de estados, respectivamente. Aqui, i; € G permitem adicionar novas informagdes na atualizacdo

do estado atual C;.

Figura 5 — Fluxo de informag@o referente ao Input Gate
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Fonte: |Olah| (2015)).

A Figura[| mostra o efeito da equagio (2.19)), que representam a atualizagao do estado da célula.
De forma intuitiva pode-se dizer que: (i) o termo f; © C;_ representa a informagdo que deseja-se
manter (o porcentagem de C;_| que passa para C;). (ii) o termo i; ® CN} representa a informacgao

que deseja-se atualizar (a porcentagem de C que passa para C;).



34

Figura 6 — Atualizagdo do estado da célula

Fonte: |Olah| (2015).

A Figura[7|mostra o efeito da equagdo (2.20)), que representam o Output Gate. O valor de o, atua
como um filtro que pondera quanto da informacao do estado atual passado pela fun¢@o nao linear

tangente hiperbdlica serd usado para determinar a saida da célula A, (ver equagao (2.20)).

Figura 7 — Fluxo de informac@o referente ao Output Gate
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Fonte: |Olah| (2015).

2.6.2 Tipos de arquiteturas de LSTM

A camada LSTM pode ser utilizada com outras camadas com o objetivo de aumentar a robustez
do modelo. Com isso, é possivel construir modelos LSTM com camadas totalmente conectadas
(KARIM, 2017), camadas convolucionais (SAINATH, 2015), camadas de Embedding (WANG,

2016)) e etc. Segue os detalhes das diferentes arquiteturas utilizadas neste trabalho.
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A rede LSTM com camada totalmente conectada € a primeira arquitetura LSTM, proposta em
1997, fornece bons resultados em problemas de predi¢do de sequéncias. Como demostrado na
Figura [8] € uma rede neural LSTM com uma camada totalmente conectada, (BROWNLEE,
2017)). No diagrama, as setas entre blocos indicam o fluxo de informacdo dentro da rede neural.
Os blocos azuis sdo uma representacao de redes LSTM desdobradas do tempo, ja o bloco verde

representa a camada totalmente conectada.

O objetivo da camada totalmente conectada € transformar uma LSTM Many-to-Many para uma
LSTM Many-to-One. Como ¢ mostrado na Figura 2] em uma rede LSTM Many-to-Many, para
cada sequéncia de entrada € gerada uma sequéncia de saida, que ao ser aplicada a uma camada
totalmente conectada é transformada em uma dnica saida. Com isso, cria-se uma saida onde a

rede neural leva em consideracdo toda a informacao aprendida no tempo.

Figura 8 — Diagrama de redes LSTM totalmente conectadas
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Fonte: Produgéo do préprio autor.

A rede LSTM com camada totalmente conectada achatada € uma variante da LSTM com camada
totalmente conectada. A arquitetura nio sé utiliza o conjunto das saidas no tempo, como utiliza
as caracteristicas de todas as saidas no tempo para compor o conjunto de dados a ser totalmente
conectado. E demonstrado pela Figura @ este variante, onde, as setas entre blocos indicam o
fluxo de informacgdo dentro da rede neural, os blocos azuis sdo uma representacdo de redes
LSTM desdobradas do tempo, o bloco verde representa a camada totalmente conectada e o bloco

amarelo representa a operacdo de achatamento.
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Executa-se o achatamento dos dados em uma dimensio e conecta-se estes dados achatados,
desta forma, a saida gerada € o resultado de toda a informacao que circula pelo modelo. Nota-se
que esta arquitetura, assim como a vista a rede LSTM com camada totalmente conectada, visa
a forcar o otimizador durante o treinamento da rede neural a levar em conta toda informacao

passada a rede, nao s6 temporalmente, mas também espacialmente.

Figura 9 — Diagrama de redes LSTM totalmente conectadas achatadas
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Fonte: Produgdo do préprio autor.

Em uma rede LSTM multicamada tem-se varias redes neurais postas de tal forma que a saida de
uma se torna a entrada de outra como demonstra a Figura[I0] No diagrama, segue a estrutura de
uma rede LSTM multicamada, as setas entre blocos indicam o fluxo de informacao dentro da

rede neural. Os blocos azuis sdo uma representagdo de redes LSTM desdobradas do tempo.

Assim, tem-se um modelo LSTM com camadas LSTM ocultas, estas camadas ocultas adicionais
sdao entendidas como uma forma de recombinar as representacdes aprendidas nas camadas

anteriores e criar novas representagdes em niveis maiores de abstracdo (BROWNLEE, 2017).
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Figura 10 — Diagrama de redes LSTM multicamadas
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Fonte: Producdo do préprio autor.

2.7 Autoencoder LSTM

Autoencoders sao a juncdo de um encoder e um decoder, isto €, uma estrutura que busca
comprimir a representacao da entrada através da reducdo da dimensionalidade no meio de sua

estrutura e ap0s esta redugdo, expandir a mesma para seu formato original.

Ao se criar uma estrutura onde € feita a reducao da entrada e depois a reconstrugdo desta, tem-se
um modelo que necessariamente passa a aprender caracteristicas relevantes dos dados. Isto
ocorre pois, durante o treinamento, deseja-se minimizar a diferenca entre a entrada e a saida.
Desta forma, a rede tende a aprender as caracteristicas mais relevantes da entrada para conseguir
reconstrui-la, ou seja, a unica forma da rede ser capaz de reconstruir a entrada no decoder é

através de informacdes relevantes.

Devido a esta redu¢ao da dimensionalidade, autoencoders formam ferramentas de selecao de
caracteristicas (do inglés, Feature selection), isto €, uma ferramenta para a selecdo de caracteris-
ticas representativas dos dados de entrada. Para maior detalhe ver o APENDICE |Al Com isso,

autoencoders LSTM podem ser utilizados para prever futuros frames em um video analisando os
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ultimos frames do video, aprendendo quais informacdes sdo relevantes para o video e criando um

novo frame com estas informagdes (SRIVASTAVA; MANSIMOV; SALAKHUDINOV, [2015).

Neste contexto, um autoencoder LSTM tem uma arquitetura do tipo Many to Many onde a
saida desejada é a mesma informag¢do na entrada, ou sua informacao invertida. Na Figura|l 1|¢é
exemplificada o mecanismo comentado acima, transferéncia do espaco latente esta destacada
pela seta vermelha demonstrando que o fluxo de informacao do encoder para o decoder se da

através dos estados internos da LSTM, nao de sua saida.

Figura 11 — Estrutura de um autoencoder LSTM
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Fonte: Produgdo do préprio autor.

Com o uso de redes autoencoders pode-se, inicialmente, criar uma rede cujo objetivo € selecionar
caracteristicas relevantes dos dados obtidos e posteriormente, utilizar o encoder (parte do modelo
cuja saida forma o espaco latente) como entrada de outro modelo. Este tipo de estrutura, define
um modelo composto, onde, utilizando o encoder da rede autoencoder LSTM como forma de
pré-processamento da entrada, seleciona-se as caracteristicas mais relevantes e posteriormente,
alimenta-se uma outra rede com estes dados. Nota-se que o bloco ‘“Rede Preditora” pode ser
qualquer rede neural, ndo s6 redes LSTM como os vistos nas subsegdes anteriores da Segio [2.6]
As setas entre blocos indicam o fluxo de informacgdo dentro da rede neural. Os blocos azuis sdo
uma representacdo de redes encoder LSTM desdobradas do tempo. As entradas e saidas sao

determinadas pelos blocos vermelhos e a rede preditora € determinada pela cor laranja.
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Figura 12 — Diagrama de redes compostas
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Fonte: Produ¢do do préprio autor.

2.8 Resumo

Deste capitulo pode-se concluir que: O mercado financeiro pode ser visto como um problema
de andlise de séries temporais. Para fazer tal andlise, pode-se utilizar métodos envolvendo
redes neurais. Em especial, redes neurais recorrentes sao boas candidatas a modelar e arquitetar
sistemas capazes de tal andlise devido a sua capacidade de lidar com séries temporais. Uma
arquitetura diferente, que propde uma forma de lidar com os problemas existentes em redes
neurais recorrentes, a arquitetura LSTM, apresenta caracteristicas bem vindas a problemas
de séries temporais, onde podem haver relagdes temporais mais longas, que redes recorrentes
comuns nao poderiam observar. O que segue deste trabalho sdo as partes constitutivas do sistema
de trading desenvolvido. Portanto, Os seguintes capitulos estdo dedicados especificamente as

etapas de metodologia e desenvolvimento do modelo proposto.
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3 SOLUCAO PROPOSTA

Neste capitulo € apresentado o sistema proposto para a solu¢do do problema em estudo. Sendo
assim, o capitulo divide-se em duas secdes além desta introdugdo. Na primeira se¢do, busca-se
explicar em detalhes como cada etapa foi executada, seus resultados e o motivo de sua execugao.
Desta forma, é descrito os passos dados para a produ¢do da solucdo ao problema proposto.
Posterior a isso, na segunda secdo sintetiza-se o sistema proposta de tal forma que fique claro

como o sistema opera.

3.1 Solucao Proposta

3.1.1 Visao Geral

Através dos estudos feitos, observou-se caracteristicas especificas no problema de predicdo em
séries temporais devido a sua ndo estacionariedade. Buscou-se criar uma método robusto de
pré-processamento para que fosse possivel extrair mais informacdes e formatar estas informagdes
para que aumentasse a robustez da solug¢do. Nao s6 1sso, como testou-se diferentes arquiteturas
especificadas na Sec@o[2.6| para que fosse possivel decidir qual arquitetura apresenta melhores

resultados em termos de predicao.

O sistema construido parte inicialmente do treinamento offfline com um conjunto de dados,
onde treina-se diferentes modelos com o objetivo de aprender os padrdes presentes em séries
temporais. Os melhores modelos sdo avaliados em termos de erro de validacdo através de

métricas de regressao.

Posteriormente, testa-se tais modelos treinados em um conjunto de teste. Durante os testes, além
de criar comparagdes cabiveis entre os modelos, cria-se comparagdes com outros métodos de
regressao classicos assim como outros métodos de processamento de dados. Por fim, os melhores
modelos sdo analisados em cendrio real através do backtesting onde testa-se a rentabilidade com

o auxilio de métricas do mercado financeiro, isto €, utiliza-se do poder de criar predicdes de cada
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modelo e julga-se, com a taxa de comissdo estipulada no mercado e o slippage do mercado, se é

possivel obter lucro.

A solucdo baseia-se em um regime de operacdo que busca criar sinais de entrada e saida do
mercado em uma janela de quinze minutos até trinta minutos, uma vez que, o comportamento de
ativos pode ser visto como um sistema randomico para escalas de tempo pequenas (MAHATA;
PRASAD, 2019). Entretanto, ndo se pode escolher uma escala de tempo grande pois a medida
que se aumenta a escala de tempo, aumenta-se também a influéncia de eventos e noticias do pais
e do mundo, onde ocorre aumento subito de volume negociado, que por sua vez leva a maior

volatilidade.

O projeto foi implementado de forma a criar uma ldgica de funcionamento do sistema semelhante
a légica de microsservicos onde a filosofia de organizacdo de uma aplicacdo se baseia em

pequenos servigos acoplados uns aos outros.

Para tanto, separa-se o projeto em diferentes partes. Cria-se um servigco dedicado ao treinamento
de modelos onde todo o processo € automéatico. Modelos sdo criados, treinados, testados, salvos,
carregados e disponibilizam suas informag¢des automaticamente. Assim, diferentes arquiteturas
podem ser testadas rapidamente. Nao s isso, como a inferéncia dos modelos € disponibilizada
como um servico através de um servidor. Os modelos sao carregados e permanecem prontos
para executar predi¢des através de requisi¢des de comunicagdo via protocolo HTTP recebidas
pelo servidor. Com servigos voltados a treinamento e inferéncia de diferentes modelos para
regressdo, cria-se um servigo que mede a qualidade dos modelos através de métricas de anélise
de regressdo da literatura, assim como a qualidade em se gerar lucros na bolsa de valores através

do ja mencionado backtesting.

Para esta l6gica de microsservigos, foram construidos algoritmos em Python com o uso de
bibliotecas amplamente utilizadas, o que facilita o suporte ao projeto uma vez que tais bibliotecas
sdo gerenciadas por uma grande comunidade de usudrios e empresas. Com esta estrutura, busca-
se uma forma de rapida de prototipagem ja que diferentes modelos podem ser criados, testados e
postos em producdo rapidamente. Desta forma, € possivel definir caracteristicas reais de opera¢ao
como porcentagens de comissao, spread e slippage que ocorrem no mercado financeiro brasileiro,

0 B3, e caracteristicas fundamentais dos modelos LSTM a fim de gerar um relatério de atividades
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de backtesting em diferentes ativos com cada posi¢cdo tomada pelo sistema além de um conjunto

de métricas econOmicas a fim de facilitar a analise do sistema.

3.1.2  Pré-processamento

Um dos problemas de técnicas comuns de extrapolagdo em séries temporais, principalmente em
dados econdmicos, é como abordar a falta de periodicidade dos dados. Para tratar este problema,
foi executado um procedimento de tratamento dos dados histéricos recebidos, isto €, criou-se
um procedimento que recebe os precos OHLC de acdes e a partir disto, gera-se um conjunto de
dados prontos para a rede neural utilizar. Note que durante os experimentos o pré-processamento

de dados estipulado aqui também serd avaliado.

Em resumo, sdo utilizados indicadores técnicos como ferramentas para extra¢ao de caracteristicas
e os divide em caracteristicas que apresentam teor acumulativo. A partir disso, aplica-se métodos

distintos para que ambos possam ser utilizados. A método serd descrito em detalhes abaixo.

Hx1 Hx1 Hx1 Hx1
Define-se pfechamento cR > Pabertura € R > Prximo € R > Pminimo € R » €OmMoO O va-
lor dos precos de fechamento, abertura, médximo e minimo do dados histéricos de um ativo,

respectivamente, considerando H dados histéricos.

Entéo, a partir dos dados P f,chamentos Paberturas Pmximos> Pminimo determinamos os indicadores
econdmicos: MACD, Williams %R, ROC, Bandas de Bollinger, ATR e SMA, tal que: (i) o
operador MACD calcula o indicador MACD via a equag@o (2.6); (ii) o operador William calcula
o indicador Williams %R via a equacdo (2.3)); (iii) o operador ROC calcula o indicador ROC via
a equagdo (2.2); (iv) o operador Bollinger;,s calcula o indicador Banda inferior de Bollinger via
a equagdo (2.10); (v) o operador Bollingery,, calcula o indicador Banda superior de Bollinger
via a equagdo (2.9); (vi) o operador ATR calcula o indicador ATR via a equagdo (2.12)) e (vii) o
operador SMA calcula o indicador Médias Méveis Simples via a equagdo (2.1)). Com isso tem-se

o seguinte conjunto de indicadores:
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ivaco = MACD(P fechamento) € R, (3.1)
liw;,dwy, ] = William(P pechamentos Pmximos Pminimo) € RA'*! (3.2)
irRoc;iRoc, ] = ROC(P fechamento) € R (3.3)
ig,, = Bollingerinf(Pechameno) € R ! (3.4)

ig,, = Bollingerap(Pechameno) € R ! (3.5)

[iA7R; IATRy ] = ATR(P fechamentor Pmximo) € RA>2, (3.6)
lisptasismar] = SMAP fechamento) € R 2. (3.7)

Cabe indicar que o periodo curto utilizado equivale a sete e o periodo longo equivale a vinte e
um. Portanto, para garantir que todos indicadores tenham a mesma quantidade de informagao,
tem-se H' = H —21. Com os indicadores calculados, agrupa-os em indicadores ndo cumulativos

(Ip) e cumulativos (I4), especificamente:

. . . . . . . H' %<7
Ir = [imaco iw, iwy, iroc, iroC,, iaTR, 1aTR, ] € R (3.8)
. . . . o H' %8
IA - lBinfl4 lBsupl 4 ISMA; 1SMA,, P fechamento Pavertura Pmximo pmnimo} eR (39)

Sobre os indicadores onde percebe-se efeitos de tendéncia, aplica-se o operador Detrend (o)lﬂ que
retira o comportamento acumulativo dos indicadores 14, isto €, retira os efeitos da tendéncia de
mercado presentes em I4. Este tratamento, perde um valor histérico, por tanto H” = H' — 1. Este
processo ¢é representado na a equacdo (3.10), onde V4 representa os indicadores cumulativos

agora sem tendéncia.

V4 = Detrend (L) € RP"*8 (3.10)

Com os dois conjuntos de indicadores V4 e Ip e os precos de fechamento P ,.chumento> 20
construidos os conjuntos de dados de entrada X e saida y, onde, cada coluna de X representa as
15 caracteristicas obtidas em um instante especifico, e y representa o alvo para o treinamento do

modelo.

! O operador Detrend(e) calcula a diferenca entre cada dois elementos consecutivos de cada coluna da matriz de

entrada, ou seja, Y = Detrend (X), implicara que, y;; = Xi+1,j — X; j.
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IT " "

X = PT ERH —[x; - x, o x] , x, € RVH 3.11)
VA

y = Derrend(l)zgechamemo) e RV = [ylv"' Yy 7yH”] , MER (3.12)

Usando X e y, compdem-se entdo, um conjunto de pares entrada-saida em forma de janela
deslizante .7 = {(x1,y1), (x2,y2)," - 7(XH//B,yH//]_L;)}, tal que cada entrada x; é uma janela
de comprimento B dos indicadores e a saida correspondente, y; € o preco de fechamento da
acdo no instante seguinte ao ultimo conjunto de observagdes capturadas na janela k-ésima,

especificamente:

X1 :[Xl"'XB] Y1 :[07"’707}734-1] (313)
Xo = [Xpy1---XoB] Y2 =1[0,---,0,y2841] (3.14)
Xpn g = [Xp—(ge1) - Xur] yurp = [0, ,0,yp0 4] (3.15)

Por fim, normaliza-se cada janela aplicando o operador de normalizacdo Min-Max denominado
aqui como Norrrﬁ no conjunto entrada-saida. Nota-se que y; € normalizado em relacdo ao inter-
valo de x;, [Max(x;),Min(x;)], para que tenha-se o mesmo intervalo de normalizagdo para cada
janela. Com a normalizac¢do por janela, busca-se acelerar o tempo de treinamento minimizando

efeitos de divergéncia, (BHANJA; DAS, 2018)). Tem-se entdo:

x1 = Norm([x1---xg])  y1=Norm([0,---,0,yp41]) (3.16)
x2 = Norm([xp41---X28])  y2 =Norm([0,---,0,y25+1]) (3.17)
XH///B :NOrm([XH/_(B+1)"'XH//j|) yH///B :NOI'm([O,"‘ 707yH//+1]) (318)

O processo de divisao em janelas deslizantes forca a rede neural aprender relacdes dentro de

cada janela. Como forma de ajudar na visualizagdo do algoritmo proposto, segue nos Grificos [¢|

2 O operador Norm normaliza entre O e 1 cada elemento da janela de entrada, ou seja, Xopmi = N orm(x;), implicara

—Mi . . . L. L, .
que, Xpormi = W%’ aqui, os operadores Min(x;) e Max(x;) retornam o valor minimo e mdximo da
1 1

janela de entrada.
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e[7} o comparativo de uma janela de dados com valores reais e os seus valores depois de serem

processados.

Griéfico 6 — Dados recebidos
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Griéfico 7 — Dados processados
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Nos Grificos [§] e [9] evidencia-se o efeito da funcdo Derrend sobre os dados, foi executado
Detrend sobre o prego de fechamento das agdes da Petrobras (PETR4) obtidos via
(2019a)), nota-se que variagdes no tempo se transformam em valores absolutos em volta de uma
faixa central. A vantagem de se operar desta forma reside em se retirar a forca de tendéncia de

um movimento, obtendo a variacao entre tempo ¢ e t — 1 de forma absoluta. Isto €, obtém-se a
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real variagdo de um movimento, o que leva a facilitar a andlise de periodicidade de uma série

temporal.

Gréfico 8 — Ac¢do da Petrobras antes da remocdo de tendéncia
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Fonte: Produgdo do préprio autor.

Grifico 9 — Acdo da Petrobras apds da remogdo de tendéncia
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Fonte: Producdo do préprio autor.

E possivel checar a validez deste operador através do teste da hipétese nula pelo método de
Augmented Dickey-Fuller para checar se a série temporal apresenta raiz unitdria utilizando a
aproximac¢do de MacKinnon da probabilidade de significincia denominada valor-p. Caso um

sinal seja estaciondrio, seu valor-p serd um nimero menor que 0,5 (DICKEY; FULLER,[1979).

No Quadro [I] segue a comparagdo do valor-p e a estacionariedade dos valores de fechamento
das acOes da Petrobras de 2016 até 2019 ao se executar o operador Detrend, dados obtidos via
Yahoo, (2019a)). Note que, ao se observar o valor-p, para a mesma série temporal apos a aplicagao

do operador temos forte comportamento estaciondrio devido ao baixo valor-p obtido.
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Quadro 1 — Valor-p de séries temporais antes e depois do operador Detrend

Estacionariedade
PETR4 Normal 0,670 N3ao Estacionario
PETR4 com Detrend 2,025 x 10730 Estaciondrio

Fonte: Producao do préprio autor.

3.1.3 Construcao dos Modelos

Sao propostos dois tipos de modelos: modelos preditores e compostos, ambos serdo explicados a
seguir. Modelos preditores Sdo redes LSTM treinadas diretamente com os dados, isto €, sdo os
modelos LSTM que treinam diretamente com os dados OHLC ja pré-processados. Também, é
proposto adicionar aos mesmos modelos uma camada de normaliza¢do de camada (do inglés,
Layer Normalization), onde busca-se modelos que possam ser treinados com maior taxa de
aprendizado sem que isto tenha efeitos como explosdo de gradiente ou overfitting, desta forma,
torna-se possivel convergir a0 minimo global mais rapido quando comparado a um modelo sem
esta camada (BA; KIROS; HINTON, 2016). como demonstra a Figura|l3] segue a estrutura de
uma rede qualquer com a camada de Layer Normalization. Os blocos azuis sdo uma representacao
de redes neurais quaisquer tendo em vista que esta técnica pode ser utilizada com qualquer
arquitetura, ja o bloco verde representa a camada de Layer Normalization. Esta camada antecede

o resto das camadas, podendo ser vista como uma etapa de pré-processamento.

Modelos compostos sdo definidos pela jun¢do de um autoencoder LSTM e um modelo preditor.
Aqui, a estrutura de um modelo composto € semelhante ao modelo proposto na Figura[TT] isto
é, tem-se uma arquitetura LSTM Many to Many que passa seu estado e sua saida, ¢; e hy como
entrada de uma rede LSTM com arquitetura Many to One, uma vez que as predi¢des serdo
feitas apenas um passo no futuro. Desta forma, busca-se inicialmente aprender caracteristicas
importantes sobre a composi¢ao de séries temporais de tal forma que a representacdo de espaco
latente do autoencoder LSTM seja utilizado como entrada para o modelo preditor. Isto €, no
modelo composto, temos um modelo preditor sendo treinado com o espaco latente de um

autoencoder, nao com os os dados OHLC processados.
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Figura 13 — Diagrama de redes neurais com Layer Normalization
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Fonte: Produ¢do do préprio autor.

3.1.4 Etapa de treinamento

O treinamento € feito em trés etapas: (i) treina-se os modelos preditores através do aprendizado
supervisionado, utilizando-se os dados OHLC processados; (if) com os diferentes modelos
treinados, escolhe-se o melhor modelo. Do melhor modelo, obtém-se o modelo preditor a ser
utilizar no sistema de algorithmic trading assim como obtém a melhor arquitetura a ser utilizada
na constru¢ao dos modelos autoencoder; (iii) treina-se o autoencoder através do aprendizado
Self Supervised com a sequéncia alvo sendo a sequéncia de entrada e alimenta-se o decoder
com a entrada inversa para que seja possivel explorar relagdes proximas no tempo. Feito isso,

passa-se para a etapa do treinamento do modelo composto utilizando o autoencoder treinado.

O fluxograma de treinamento de todos os modelos criados ¢ mostrado na Figura [I4] onde o
critério de parada e determinado por qual dos critérios ser alcangado primeiro: Valor de erro de
validacdo passou a aumentar (Overfitting) ou treinamento foi executado pelo nimero de épocas
estabelecidas pelo usudrio. Vale ressaltar que todos os dados OHLC usados estdo em arquivos no
formato valores separados por virgula (CSV, do inglés Comma-separated values), isto €, arquivos

de texto cuja separagdo de colunas se dé pelo uso de virgula.
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Figura 14 — Fluxograma de Treinamento de redes neurais
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Fonte: Produ¢do do préprio autor.

3.1.5 Etapa de inferéncia

Agora, com os melhores modelos selecionados, passa-se a etapa de inferéncia, onde, o modelo
passa a operar como estratégia de algorithmic trading em uma plataforma controlada de tal

forma que seu lucro seja usado como métrica de sucesso.

Para que as predi¢des dos modelos possam ser utilizadas, € necessario que os resultados passem
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por um pds- processamento onde os resultados reais sdo obtidos através do processo inverso ao
pré-processamento. Assim, o prego de fechamento futuro, p ropamentolt + 1], € calculado através

da equagao (3.19):
pfechamento [t + 1] = pfechamento [I] + Denorm(ﬁ). (319)

Onde P fechamentot] € 0 preco de fechamento no instante atual, 9 ¢ a predi¢do feita pelo modelo.
Denorm(e) é o operador de desnormalizagﬁoﬂ Intuitivamente a equacdo (3.19) mostra que o
preco de fechamento predito depende do preco de fechamento do instante anterior a predi¢ao

mais o efeito de tendéncia a predigdo representado por Denorm(¥).

3.1.6 Backtesting e Algorithmic Trading

A plataforma de backtesting trabalha independente do modelo usado, contando que os modelos
providenciem suas informa¢des no mesmo padrao. Esta forma € preferivel uma vez que o objetivo
do backtesting € simular um sistema real. Assim, como seria em execu¢cdao em tempo real, o
sistema utiliza as predicdes do modelo criado para decidir se vale a pena ou ndo se posicionar no
mercado referente aos pardmetros do mercado financeiro. Desta forma, garante-se que o sistema

sO opere caso exista um certo grau de certeza de obter um lucro.

Para a execuc¢do do backtesting, execucao dos testes e obtengao de diferentes métricas de operagado
utiliza-se bibliotecas escritas em Python amplamente utilizadas na comunidade. Porém, para a
utilizacao na bolsa de valores, necessita-se de uma forma de comunicacdo padronizada capaz de

funcionar independente da plataforma escolhida para se operar na bolsa de valores.

Para tanto, propde-se uma forma unificada de interface com diferentes modelos, isto é, a fim de

manter a interoperabilidade do sistema, utiliza-se o protocolo HTTP para comunicagio entre

3 O operador Denorm(e) inverte o processo de normaliza¢do o valor entre o intervalo normalizado no pré-

processamento [Min(Normiservaio), Max(Normipervalo)] para o intervalo [Min(x),Max(x)], ou seja, y; =

(Max(Normipervalo) —Min(x;))*(y—Min(x;))
Max(x;)—Min(x)

Min(x;) e Max(x;) retornam o valor minimo e méaximo da janela de entrada x;.

Denorm(ynormi), implicara que, Ygenormi = Min(x;) + , aqui, os operadores
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o modelo, a plataforma de backtesting e a plataforma para operacdo na bolsa de valores. E
construido um servidor em Python, utilizando a biblioteca Flask, para expor diferentes modelos
através de requisi¢des do tipo GET. A utilizacdo do servidor como forma de comunicag¢do com
o0 sistema, garante ao usudrio escolher em qual plataforma deseja-se operar, contando que esta

plataforma tenha a habilidade de trocar informagdes via protocolo HTTP com um servidor.

O processo de backtesting se da pelo fluxograma definido na Figura[I3] nota-se que a operagdo de
compra e venda finaliza automaticamente caso um valor previamente estipulado seja alcancado.
J& o processo de execugdo do servidor é definido pelo fluxograma mostrado na Figura[I6]onde é
demonstrado o processo de recebimento e envio de informagdes via protocolo HTTP. Note que o
servidor envia ao usudrio possiveis falhas no servidor seja nos dados enviados pelo usudrio, como
em cendrios onde algum modelo falhe Devido a forma de comunica¢do com os modelos ser dada
via protocolo de comunica¢cdo HTTP, a maneira de funcionamento descrita acima garante que os
modelos possam ser utilizados da mesma forma, seja em um ambiente simulado, seja em um
cendrio real de execucdo. O uso de um servidor para comunicagdo garante que a inicializagdo e o

processamento dos modelos esteja encapsulado em um servigo.



Figura 15 — Fluxograma do processo de Backtrading
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Fonte: Producdo do préprio autor.
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Figura 16 — Fluxograma da operacdo do servidor enviando dados
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Fonte: Produgéo do préprio autor.

Para a execugdo do backtesting, estipula-se valores de comissdo, slippage e spread para que o
modelo atue conforme o mercado. Além disso, cria-se uma estratégia de operagdo com o uso
de um parada de perda com trilha (do inglés, Trail Stop Loss), isto €, caso o valor real de uma
acao varie contra o movimento predito pelo modelo, serd executada a ordem de fechamento de
posicao. Esta forma de atuacdo previne o sistema de confiar em demasiado no poder de predi¢dao

do modelo.

Para o backtesting, seleciona-se os ativos mais negociados na bolsa de valores, o B3, para que
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possa ser avaliada a rentabilidade dos modelos. O motivo da escolha de a¢cdes mais negociadas
estd associado ao spread e slippage a ser utilizado. Em ativos onde ha maior volume de negocia-
¢do tem-se um spread menor, uma vez que hd um grande volume de compradores e vendedores
se posicionando no mercado. O que torna a diferencga entre preco de venda e preco de compra

menor devido a oferta e a procura.

Além disto, com maior volume de negociagdes, tem-se um slippage menor pelo mesmo motivo
Vale ressaltar que estes parametros mudam com o tempo e com a a¢ao sendo analisada, portanto,
escolhe-se setar um valor porcentual pequeno para ambos tal que seja simulado um cendrio de alto
fluxo de negociagdo, isto €, valores baixos. A taxa de corretagem varia de acordo com a corretora
utilizada pelo usudrio, sendo que hé corretoras onde nao € aplicada a taxa de corretagem. Para
tanto, escolhe-se uma taxa de corretagem percentual para que cada posicdo tomada no mercado
financeiro seja taxado. Note que os valores percentuais sdo calculados a partir do total gasto em
uma operagio, seja de compra ou venda. O Quadro 2] mostra o valor dos pardmetros definidos
para o backtesting criado. Com estes valores busca-se criar um sistema que se assemelha ao

cenario real na bolsa de valores.

Quadro 2 — Pardmetros dos testes durante o backtesting

Parametro Valor

Slippage 0,1%

Spread 0,1%

Commissao 0,25%
Capital Inicial RS 100 mil

Fonte: Produ¢do do préprio autor.

A estratégia de Trailing Stop Loss consiste em criar um intervalo de seguranca para cada posicao
tomada, onde, a¢des sdao tomadas automaticamente caso o valor da acado saia deste intervalo.
Isto é, para cada posi¢ao tomada tem-se um intervalo [Limite;, ferior, Limiteg, perior|, assim como

definido abaixo, caso tenha sido efetuado uma compra:

Limitesuperior = Pregopmpra X (100% + StopGain%) (3.20)

Limiteinferior = Preg0yppra X (100% — Stopross%) (3.21)

E como € definido abaixo, no caso de uma venda:
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Limiteguperior = Prego, e X (100% — St0pain%) (3.22)

Limiteiferior = Prego,pnga % (100% + Stopyoss%) (3.23)

Se 0 pre¢o de uma agdo for maior que o pre¢o do Limitegyperior OU MeNOT que 0 Limitey, ferior
automaticamente fecha-se a posi¢ao. Além disso, cria-se um regime de atualiza¢do dos limites
caso o preco desta acdo tenda a aumentar o lucro. Ou seja, caso tenha sido executado uma venda
e a acdo reduziu de valor ou caso tenha sido executado uma compra a acao aumentou de valor,
deve-se atualizar o valor dos limites para que os limites possam acompanhar a tendéncia ao lucro.
Desta forma, utiliza-se o parametro Acréscimo, tal que o valor dos limites seja atualizado, no

caso de uma compra, para:

Limitegperior = Limiteg,perior X (100% + Acréscimo%) (3.24)

Limiteipferior = Limitej,ferior X (100% + Acréscimo%) (3.25)

E para o caso de uma venda:

Limiteguperior = Limitegyperior X (100% — Acréscimo%) (3.26)

Limiteipferior = Limitej, ferior X (100% — Acréscimo%) (3.27)

Além disso, cria-se um intervalo minimo de variagdo para que o modelo cogite operar. Isto €,
utiliza-se da predicdo do modelo e o valor atual da acdo para calcular um intervalo minimo
de ndo atuacdo, uma vez que predi¢des sinalizando baixas variacdes no preco de uma agdo,
indicam que ndo ird valer a pena se posicionar no mercado devido a taxas e riscos associados a
esta acdo. Utiliza-se o parametro Bias para determinar os valores minimos de atuagao tal que

Diferenca% > Bias ou Diferenca% < —Bias, onde:

Preco - —Preco
Diferenca% — 100 x | ——predito — TE5atual (3.28)
PregOAtual
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A estratégia de algorithmic trading a ser utilizada necessita de quatro parametros: Bias, Acrés-
cimo, Stopross € StopGain- Com o uso de algoritmos, € possivel testar varios valores percentuais
para cada parametro, a fim de determinar a melhor combinacdo. Para tanto, utiliza-se um modelo
regressor perfeito, isto €, um modelo que sabe o valor futuro para decidir os valores ideais para
os parametros. Utiliza-se as possiveis combinagdes dos intervalos do Quadro [3| para obter os
melhores valores de cada pardmetro. Desta forma, obtém-se 980 combinacdes de parametros a
serem testados. Nota-se que a escolha dos parametros tenta maximizar o lucro em relagdo ao
nimero de posi¢des tomadas, uma vez que quanto mais posi¢des sdo tomadas, mais expde-se ao

risco.

Quadro 3 — Intervalo de parametros a serem testados durante Backtesting

Parametro Intervalo
Acréscimo [2,5%;3,75%;5%;6,25%;7,5%]
Bias [2,5%;5%;7,5%;10%)|
StopLoss [5%;12,5%;20%;27,5%;35%;42,5%;50%]
StopGain [5%;12,5%;20%;27,5%;35%;42,5%;50%]

Fonte: Produgdo do préprio autor.

A metodologia a ser aplicada na avaliagdo de Backtesting comeca pela definicdo dos parametros
da estratégia Trail Stop Loss, onde, sdo determinados os melhores parametros da estratégia de
Trail Stop Loss com o0 uso de um regressor idea]ﬁ Em seguida, € executado o Backtesting com a
estratégia Trail Stop Loss, onde os melhores modelos LSTM treinados sdo utilizados juntos a

estratégia Trail Stop Loss a fim de analisar a rentabilidade do sistema de Algorithmic Trading.

Posteriormente, ocorre a execucdo do Backtesting com outras estratégias onde, no caso seleciona-
se duas estratégias amplamente utilizadas: (i) cruzamento de Médias Mdveis, estratégia que
faz uso de duas médias médveis, onde opera-se no cruzamento do sinal entre uma média mével
de periodo longo e outra de periodo curto e (ii) comprar e Segurar (do inglés, Buy and Hold),

estratégia onde compra-se uma acao e apenas deixe-a valorizar com o tempo.

Por fim, sdo feitas comparacdes entre as estratégias utilizadas no Backtesting utilizando os

resultados em diferentes cendrios das estratégias definidas. Serdo comparados os resultados das

4 Um regressor ideal ¢ um modelo onde as suas predi¢des sdo dadas por [t + 1] = y[t + 1]. Isto é, o modelo sabe

0 que ird acontecer no futuro.
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estratégias levando em consideracdo o lucro médio obtido assim como o nimero de posi¢cdes

tomadas.

3.2 Resumo

Deste capitulo pode-se concluir que: O processo de se gerar predicdes via modelos LSTM requer
um devido tratamento feito sobre os dados de entrada. Para isso, formaliza-se um método de
extracdo de caracteristicas na tentativa de facilitar o treinamento da rede LSTM. Propde-se
dois tipos de arquiteturas diferentes para que ambas sejam testadas e em conjunto a isso, é
proposto um método para testar a rentabilidade de tais modelos em um ambiente controlado. Isto
€, executa-se o processo de backtesting com parametros reais a fim de se obter um esquema de
atuacdo que se assemelha ao cendrio real. Modelos sao servido via interface HTTP para que todo
o trabalho possa ser executado por outras plataformas contando que a plataforma disponibilize
o consumo de informacdes via HTTP. A proposta finaliza com a defini¢do da estratégia a ser
utilizada em conjunto ao modelo. O que segue deste trabalho os resultados obtidos das partes
constitutivas do sistema desenvolvido, sendo elas, os resultados obtidos dos modelos propostos,

o sistema de backtrading e servidor.
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4 RESULTADOS

Neste capitulo serdo apresentados os resultados obtidos do sistema como um todo, isto é, serdo
mostrados os resultados na etapa de construcdo e treino dos modelos, assim como os desafios e
conclusdes tiradas dos resultados obtidos. Além disso, serd feita as comparagdes cabiveis entre
os modelos. Posteriormente, serd mostrado o resultado das melhores redes neurais obtidas e
suas caracteristicas. Seguindo o raciocinio, serd mostrado os resultados obtidos da plataforma de
backtesting construida e seu funcionamento utilizando o servidor criado para acessar as predicdes

via comunicac¢do HTTP.

4.1 Recursos Computacionais

A solucido proposta baseia-se na utilizacao da linguagem Python (ROSSUM, |1995)), com foco
na biblioteca de Machine Learning Pytorch (PASZKE, [2019) para a construcgao e testes, treinos
e validacao de modelos. Além disso, utiliza-se a biblioteca Backtrader (RODRIGUEZ, 2019)
para se efetuar o backtesting . Em conjunto as ferramentas mencionadas, € utilizada a biblioteca
Flask (RONACHER;, 2019) com o intuito de criar o servidor para comunicacdo com os modelos
treinados. As bibliotecas Numpy (OLIPHANT!, 2006), Matplotlib (HUNTER| 2007) e Pandas
(MCKINNEY, [2010) foram amplamente utilizadas durante a etapa de pré-processamento dos
dados e analise dos dados OHLC. Para as comparacdes com outros métodos de regressao,

utiliza-se a biblioteca Scikit-Learn (PEDREGOSA| 2011)).

Os recursos de Hardware utilizados podem se dividir em dois. Sendo o primeiro uma maquina
pessoal com as seguintes configuragdes: (i) sistema operacional Ubuntu 16.04; (ii) processador
Intel Core 17-4770, 3.40GHz com 4 niicleos fisicos; (iii) memodria RAM de 16 GB; (iv) unidade
de armazenamento de 1TB (disco rigido); (v) placa de video Nvidia Geforce GTX 1060, com
3 GB de memdria dedicada. E o segundo a plataforma gratuita da Google chamada de Google
Colaboratory. Cada usudrio pode utilizar até 12 horas de sessdo ininterrupta de maquinas com
uma GPU da Nvidia, as configuragdes de cada sessdo variam mas em média consegue-se uma
sessdo com as seguintes configuragdes: (i) sistema operacional Linux; (ii) processador Intel Xeon

de 2.3GHz; (iii) memoéria RAM de 12 GB; (iv) unidade de armazenamento de 300GB (disco
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rigido); (v) placa de video Nvidia Tesla K80, com 12 GB de meméria dedicada e 2496 niicleos
CUDA.

Foram utilizados 3 sessdes no Google Colaboratory (ALPHABET, 2019a) e o computador
pessoal, desta forma consegue-se treinar concomitantemente até 4 modelos de redes LSTM. As
sessoes no Google Colaboratory embora temporarias, foram suficientes para executar testes de
diferentes modelos uma vez que os recursos de Hardware da sessio sdo superiores aos recursos

do computador pessoal.

Os dados utilizados foram obtidos através das plataformas Kaggle (ALPHABET, 2019b) e o
Metatrader (METAQUOTES, 2019). Do Kaggle, obtém os dados histéricos de todos os ativos da
bolsa de valores da Nova Iorque (NYSE, do inglés New York Stock Exchange), utiliza-se estes
dados devido sua facilidade em obten¢do em relacio aos valores do mercado brasileiro e devido
ao seu maior tamanho em relacao ao B3, compondo um banco de dados mais diverso. Com
1sso obtém-se um banco de dados composto do valor dos ativos da NYSE desde a abertura da
empresa a bolsa até a data de 16 de novembro de 2018, com o dado de abertura, fechamento,

maximo e minimo didrio. Compondo assim, aproximadamente 2.3 GB de dados.

Com esses dados, escolhe-se ativos com maior volatilidade e foca-se na escala de tempo de 2 de
fevereiro de 2007 até 16 de novembro de 2018. O motivo desta pré selecao dos dados é devido
a uma inspec¢ao sobre os valores dos ativos. Nota-se que para valores passados, a flutuagdo do
preco era consideravelmente menor, uma vez que o banco de dados compde informacdes desde a
data de 17 de junho de 1977. Com a escolha de vinte e seis ativos presentes no banco de dados,
consegue-se 56 mil leituras de abertura, fechamento, médximo e minimo didrio para treino e
validagdo dos resultados. O horario de funcionamento do B3 onde o usudrio pode comprar e
vender agdes no mercado de ativos comeca as 10 horas da manha e termina as 17 horas da tarde

horério de Brasilia. Note que um dia de negociag¢des representa 7 horas de dados (B3, 2019).

Nota-se que é possivel obter os dados da bolsa de valores B3 oficialmente pelo site oficial. Porém,
os dados histdricos estdo em formatacdo nao padronizada o que torna o acesso custoso, uma vez
que os dados devem ser formatados manualmente para cada acesso. Nao s6 isso, mas os dados
obtidos pelo site oficial ndo contam com os efeitos que eventos e noticias tem sobre os precos

de ativos. Por exemplo, empresas podem decidir dividir sua ac@o por duas, processo chamado
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de split, neste cendrio, o valor da acdo seria dividido pela metade. Graficamente, este cendrio
seria lido como uma desvalorizagcao no preco, porém esta desvalorizacao nao é originada da
depreciacao, utilizar fontes de dados onde este tipo de cendrio ndo € corrigido fere a capacidade
de uma rede neural em gerar predicdes a medida que a desvalorizagdo vista graficamente nao

representa um comportamento real de desvalorizacao.

Com isso, prefere-se utilizar a ferramenta de negociacdes, o MetaTrader. Com esta plataforma,
€ possivel obter, ndo s6 diferentes ativos de diferentes bolsas no mundo, mas também, em
diferentes escalas temporais. Por se tratar de uma plataforma para negociacdo, ndo compartilha
dos mesmos problemas mencionados acima do site oficial do B3. Diferente dos dados obtidos
do Kaggle, os dados desta plataforma representam dados histéricos atualizados de ativos da
bolsa de valores brasileira. Vale ressaltar que o MetaTrader funciona vinculado a uma corretora,
entretanto, pode-se criar uma conta ficticia, conhecida como conta Demo para obter os dados e

simular operagdes na bolsa de valores.

Para o uso correto dos dados, as informa¢des minimas que o arquivo deve conter sdo os dados
histéricos de prego de abertura, fechamento, maximo e minimo. Tais informagdes sdo necessdrias
para a implementacao do algoritmo de pré-processamento e extragdo de caracteristicas menci-
onados. Com os dados obtidos, passa-se inicialmente pelo processo de checagem de valores
erroneos. Isto ocorre quando, em um dado momento, acontece uma avaria no processo de coleta
dos dados e no arquivo CSV ¢ registrado uma entrada ndo numérica ou vazia. Inicialmente
foi utilizado o processo de alimentar para frente (do inglés, feed foward) onde o valor errado
¢ substituido pelo valor anterior a ele. Porém, ao se executar este método, cria-se alteragdes
nos valores histdricos. Desta forma, optou-se pelo descarte dos arquivos que ndo satisfazem os
dois critérios ja que o banco de dados € grande o suficiente para o descarte dos dados erroneos.
O fluxograma deste tratamento dos arquivos se dé pela Figura[I7] Note que todos os arquivos
utilizados sdo encontrados em formato CSV, com isso, padroniza-se o processo de filtragem,
nota-se que o descarte dos arquivos e possivel devido a quantidade de dados OHLC disponiveis

na internet.
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Figura 17 — Fluxograma de filtragem dos dados histéricos
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Fonte: Produ¢do do préprio autor.

4.2 Detalhes de Implementaciao

Foi utilizado como otimizador a variante AdamW do otimizador Adam. Tal variante foi criado
objetivando corrigir falhas no cilculo da penalidade via norma L? no otimizador, de tal forma que
consiga melhorar a eficiéncia do algoritmo (LOSHCHILOV; HUTTER, [2017). Como indicado
na literatura, o uso da norma L? no otimizador e camadas de Dropout na rede LSTM, ajudam a
generalizacdo do modelo, isto €, o modelo tende a convergir para uma conjunto de parametros

que os levam a melhores resultados.

A funcdo de perda utilizada € o erro quadratico médio (MSE, do inglés Mean Squared Error). O
motivo de seu uso € dado pela volatilidade do mercado financeiro, desta forma, a rede neural deve
ser treinada de tal maneira que diferencas minimas entre predi¢@o e valor alvo sejam penalizadas.
Com a fung¢do de perda MSE, temos uma métrica com sensibilidade ao erro pois a diferenca

entre a saida esperada e a predita € elevada ao quadrado, desta forma, mesmo erros pequenos sao
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levados em consideragdo. Isto é chamado de ser sensivel a outliers, ou ainda, valores aberrantes.

4.3 Métricas

Como método de comparacdo entre modelos, somado a métrica de treinamento e validac¢ao
utilizada, utilizou-se aqui a métrica erro absoluto mediano (MdAE, do inglés median absolute
error) para determinar os melhores modelos preditores. Esta métrica permite julgar um modelo
sem tomar em conta sua sensibilidade a outliers. Quanto menor, melhor o modelo. Com estas
métricas busca-se analisar a sensibilidade do modelo assim como a sua capacidade geral de
observar a tendéncia. Como o objetivo final do projeto € criar um € criar um sistema que atua na
bolsa de valores, apds a selecdo dos melhores modelos, utilizou-se o lucro obtido, assim como
e o nimero de posi¢des tomadas durante o teste em backtesting como métricas para avaliar a

eficicia do sistema como uma estratégia de Algorithm Trading.

4.4 Experimentos

4.4.1 Hiper-parametros utilizados em treinamento

Os hiper-parametros demonstrados no Quadro [ apresentaram os melhores resultados durante
testes preliminares e por isso, foram os hiper-parametros utilizados durante treinamento. Note
que Taxa de aprendizadoy N referencia-se a taxa de aprendizado para os modelos com Layer
Normalization uma vez que esta técnica visa o aumento da taxa de aprendizado sem compromisso

a convergéncia.

Quadro 4 — Hiper-parametros usados no treinamento dos modelos

Hiper-parametro

Tamanho de Batch 24
Taxa de aprendizado 0,0003
Taxa de aprendizadoy N 0,0005
Otimizador AdamW
Fungao de Erro MSE

Fonte: Produgdo do préprio autor.
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No Grifico[I0} onde a linha azul representa o erro de treinamento e a linha vermelha representa
erro de validacdo, nota-se a crescente divergéncia entre as duas métricas a medida que o treina-
mento ocorre. Foi observado que alguns modelos convergiam durante o treino, mas divergiam
durante a validacdo, evidenciando um processo de overfitting. Este comportamento ocorreu com
maior frequéncia a medida que o tamanho do batch aumentou, demonstrando a influéncia deste
parametro na etapa de treinamento. Quando se constato este comportamento o treinamento do

modelo era finalizado.

Griéfico 10 — Treinamento com overfitting
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Fonte: Producao do préprio autor.

4.4.2 Experimentos Efetuados

Para o desenvolvimento do projeto, foram efetuados cinco experimentos. Os experimentos
demonstram sequencialmente o processo para a escolha de parametros dos modelos, a andlise
da influéncia de cada parametro e as comparagdes cabiveis entre a metodologia proposta e
outras técnicas utilizadas para regressao. No primeiro experimento, € efetuada a comparacao
das diferentes arquiteturas LSTM atuando como preditores considerando um tamanho de janela

especifica. Este experimento buscou analisar qual das arquiteturas obtém maior capacidade
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em gerar predi¢des corretas sobre a mesma quantidade de informagao disponivel. No segundo
experimento, com a melhor arquitetura LSTM atuando como preditor, buscou-se avaliar a
quantidade de informacdo a ser usada pelo modelo a fim de gerar melhores predicoes, isto €,
determinar o tamanho da janela deslizante adequada para o modelo. No terceiro experimento,
com a melhor arquitetura para o modelo preditor e um tamanho da janela deslizante definido,
passou-se a treinar o modelo composto (conformado por um autoencoder LSTM). e avaliar o
ganho ou perda de desempenho através das métricas de MAE e MdAE, procurando determinar
se o uso de um autoencoder de fato aumenta a capacidade de gerar predi¢des corretas em relagdo
ao modelo preditor. No quarto experimento, com o modelo preditor € composto treinados e
comparados como especificado no segundo e terceiro experimento. Passou-se a: (i) analisar
e validar a metodologia de tratamento de dados; (ii) efetuar uma comparagdo entre o modelo
preditor e composto em relacdo a modelos regressores cldssicos da literatura. Nesse contexto, o
experimento buscou comparar a eficicia da metodologia de pré-processamento proposta como
solucdo ao problema de gerar predi¢des em séries temporais e validar a escolha de modelos
LSTM através de comparagdes cabiveis em relacdo a outros modelos que ndo necessariamente

tem uma estrutura neural.

A fim de criar modelos profundos capazes de abstrair informagdes temporais, cria-se modelos
LSTM multicamada de 6 camadas LSTM. Note que na estrutura da rede LSTM, adiciona-se
uma taxa de Dropout de 25% em todos os modelos testados. Esta taxa, como vista na literatura,
aumenta a robustez dos modelos por atuar como um regularizador. Para facilitar a leitura dos
resultados, define-se no Quadro [5] as abreviagdes de cada modelo implementado durante os

experimentos.

Quadro 5 — Abreviacdes dos modelos preditores utilizados

Abreviacao \ Arquitetura
BasicLSTM LSTM basica
FcLSTM LSTM totalmente conectada
AcLSTM LSTM totalmente conectada achatada
BasicLSTM; N LSTM baésica com Layer Normalization
FcLSTMi N LSTM totalmente conectada com Layer Normalization
AcLSTMiNn | LSTM totalmente conectada achatada com Layer Normalization

Fonte: Produgéo do préprio autor.
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4.4.3 Primeiro Experimento

A metodologia desta etapa consiste em treinar todos os modelos preditores indicados no Quadro
[5] considerando um mesmo tamanho de janela, especificamente de 64 amostras. O Grafico
mostra os resultados da validacao durante o treinamento. Na figura, os resultados do valor de
erro MSE de validacdo obtido ao longo do treinamento de diversos modelos, note que a legenda
esta contida na imagem. Pode ser observado que os modelos tiveram diferentes duracoes de
treinamento, isto ocorre devido ao mecanismo de parada antecipada (do inglés, Early Stopping)

onde o treinamento foi interrompido caso o erro de validac@o estagnasse ou aumentasse.

Gréfico 11 — Erro de validacdo durante treinamento
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Fonte: Produgéo do préprio autor.

O Quadro [6] e o Grifico [12] resumem o resultado do treinamento de todos os modelos sobre
os conjuntos de treino e validagao. No Quadro, os erros de treino e validagcdo das diferentes
arquiteturas treinadas para o tamanho da janela fixado. Em destaque, tem se o menor erro de
validacdo e treino onde o erro de validacdo € utilizado como métrica para julgar performance entre
as arquiteturas. Os resultados estdo ordenados em ordem tal que o tltimo erro de validacdo seja o
melhor ja que quanto menor o erro, melhor o modelo. Observou-se que o modelo com melhores
resultados foi o modelo multicamada LSTM totalmente conectado com Layer Normalization,

isto €, o modelo FcLSTM N.
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Griéfico 12 — Erro minimo de treino e validagdo para diferentes arquiteturas
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Fonte: Produg¢do do préprio autor.

Quadro 6 — Erro minimo de treino e validagdo para diferentes arquiteturas

Modelo Erro treino  Errovalidagio |
AcLSTM 0,034051 0,067572
BasicLSTM 0,034910 0,045611
AcLSTMin 0,036055 0,037525
FcLSTM 0,035330 0,036614
BasicLSTM| N 0,045495 0,035673
FcLSTM N 0,029932 0,029298

Fonte: Produg¢do do préprio autor.

4.4.4 Segundo Experimento

Considerando-se unicamente como modelo preditor a arquitetura FcLSTMLy, passou-se a
analisar o tamanho de janela deslizante a ser utilizada para o treinamento deste modelo. Note que
uma janela grande ndo serd necessariamente capaz de gerar melhores resultados que uma janela
menor. Isto pode ser analisado como a importancia de observacdes passadas sobre dados futuros,
ou seja, muitas observagdes no passado podem criar uma janela com caracteristicas irrelevantes
a observacgodes no futuro. Da mesma forma, poucas observacdes podem ferir a capacidade do
modelo em criar predi¢des j4 que menos caracteristicas sdo passadas e portanto, caracteristicas

essenciais podem ser perdidas.
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Uma ressalva vale ser feita em relacdo ao tamanho da janela, o sistema proposto visa operar
em uma janela de quinze a trinta minutos, isto €, cada uma das amostras dos dados de uma
janela, representa um intervalo de quinze a trinta minutos em leitura. Como demonstra o Quadro
devido ao periodo didrio de funcionamento de 7 horas, uma janela menor que 14 amostras
apenas contém movimentagdes de um dia de negociacdes, assim como uma janela maior que
140 amostras contém informagdes de uma semana passada. No Quadro, mostra-se o nimero de
dados que podem ser coletados de quaisquer ativos na bolsa de valores brasileira em um dia e
uma semana, isto se d4 pelo hordrio de funcionamento da bolsa, de 10 horas até as 17 horas. Foi
definido testar trés possiveis valores de janela, onde cada valor de janela é maior que os dados de

uma dia e menor que os dados de uma semana, sendo estes valores: 32, 64 e 128.

Quadro 7 — Numero de amostras de dados OHLC

Taxa de amostragem | Amostras no dia | Amostras na semana |

30 minutos 14 amostras 70 amostras
15 minutos 28 amostras 140 amostras

Fonte: Produ¢do do préprio autor.

Portanto, utilizando a arquitetura FcLSTMj y, treina-se trés instincias dela, uma para cada
tamanho de janela especificada. Com isso, foram obtidos os resultados resumidos no Quadro
evidenciando-se que, para o modelo, o tamanho de janela que gera o melhor resultado é
a de 128 amostras. No Quadro, os erros de treino e validacdo da melhor arquitetura treinada
para diferentes tamanhos de janela. Em destaque, tem se o menor erro de validagdo e treino
onde o erro de validagdo € utilizado como métrica para julgar performance entre as janelas. Os
resultados estdo ordenados em ordem tal que o ultimo erro de validacao seja o melhor ja que

quanto menor o erro, melhor o modelo.

Quadro 8 — Erro minimo de treino e validagdo para diferentes janelas

Tamanho  Janela Erro treino Erro validagao
32 0,066814 0,065431
64 0,029932 0,029298
128 0,022827 0,022828

Fonte: Producao do préprio autor.

Finalmente, como resultado dos dois primeiros experimentos, 0 modelo preditor selecionado foi

a arquitetura FCLSTMj N com seus hiper-pardmetros definidos no Quadro[9} Dos dois primeiros



68

experimentos, notou-se que, para o problema em pauta, a varia¢cdo no tamanho da janela dos
dados foi o fator de maior impacto sobre a desempenho do modelo em gerar predi¢des corretas.

Isto €, o erro MSE na validacdo foi mais sensivel a variacdo do tamanho da janela.

Quadro 9 — Hiper-pardmetros do modelo preditor

Parametro Valor

Tamanho de janela 128
Nuimero de camadas 6
Dropout% 25%
Tipo FcLSTM N

Fonte: Produ¢do do préprio autor.

4.4.5 Terceiro Experimento

Neste experimento, buscou-se treinar o modelo composto e avaliar a influéncia do uso de
um autoencoder LSTM para reduzir a representacao dos dados através do espaco latente. A
estrutura do modelo composto foi: trés encoders, cujas saidas sdo concatenadas e passadas para
o modelo preditor, tanto o encoder do autoencoder LSTM como o modelo preditor sio modelos

FcLSTM N, com seus hiper-pardmetros indicados no Quadro [I0]

Como comentério sobre o tamanho da janela do autoencoder LSTM, o objetivo do autoencoder é
buscar caracteristicas relevantes para utilizar seu espago latente em um modelo preditor, portanto,
ndo € de interesse utilizar o tamanho da janela do autoencoder LSTM pela mesma l6gica do
modelo preditor. Ao utilizar uma janela de 128, o modelo composto passara a analisar uma janela
necessariamente maior e multipla de 128, isto €, o modelo passard a observar informagdes fora
do tamanho de uma semana de dados. Para tanto, optou-se por criar um autoencoder LSTM com
uma janela de tamanho 64 para construir um modelo composto com uma janela de 192 amostras.
Desta forma, o modelo composto passard a ter uma janela de 192 amostras, onde os encoders
do autoencoder LSTM irdo reduzir esta entrada para 3 amostras que serdo as entradas para o

modelo preditor, as caracteristicas dos modelos encontram-se no Quadro @L

Como comentdrio sobre o treinamento do autoencoder LSTM, para o treinamento, define-se um
encoder com tamanho de janela deslizante de 64 e um decoder com uma janela de tamanho 6. A

entrada do decoder é invertida para que relagdes proximas no tempo possam ser exploradas. A
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cada iteracdo, o encoder passa seu estado latente para o decoder. Com o modelo treinado, ndo ha
mais motivos para usar decoder, apenas hd interesse no espaco latente do autoencoder uma vez

que o0 mesmo seré utilizado como entrada para o modelo preditor.

Como comentério sobre o operacdo de TimeDistributed, para o uso do encoder no modelo
preditor, congelou-se os pesos do encoder e o replicou trés vezes. Isto €, para cada janela com
tamanho 192, aplicou-se trés encoders com seus pesos congelados, entdo as saidas de cada
encoders foram concatenadas e, s assim, alimentadas ao modelo preditor. Desta forma, forca-se
que o modelo preditor espere o tempo necessdrio para a obtencao do resultado dos trés encoders
anteriores a ele, esta operacdo ¢ denominada de TimeDistributed. Nota-se que € necessario

congelar os pesos do modelo para que ndo ocorra atualizagdo de seus parametros.

Quadro 10 — Hiper-parametros dos modelos utilizados na constru¢cdo do modelo composto

Parametro Encoder Preditor
Numero de camadas 4 6
Tamanho da Janela 64 3
Dropout% 25% 25%
Arquitetura FcLSTM N FcLSTM N
Numero de caracteristicas 15 4

Fonte: Produ¢do do préprio autor.

O Quadro (1 Ijmostra os resultados do modelo composto versus o modelo preditor. Percebe-se
que o modelo composto nao foi capaz de criar predi¢des melhores que o melhor preditor, o que
significa que o autoencoder LSTM nio foi capaz de apropriadamente reduzir em seu espago
latente informacdes tteis para a reconstrucdo dos dados. No quadro, os erros de treino e validagdo
do modelo preditor determinado em experimentos anteriores € 0 modelo composto, tem se o
menor erro de validagdo e treino onde o erro de validacdo € utilizado como métrica para julgar a
acurdcia entre as arquiteturas. Os resultados estdo ordenados em ordem tal que o ultimo erro de

validagdo seja o melhor ja que quanto menor o erro, melhor o modelo.

Além disso, percebeu-se dos experimentos que alteracdes no tamanho da janela ou até mesmo

em profundidade ndo foram capazes obter um modelo que pudesse convergir a um erro menor.
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Quadro 11 — Erro minimo de treino e validag@o entre modelo preditor e composto

Erro treino Erro validagao
Modelo Composto 0,031460 0,039667
Modelo Preditor 0,029932 0,029298

Fonte: Produg¢do do préprio autor.

4.4.6 Quarto experimento

Neste experimento, procurou-se comparar diferentes arquiteturas e diferentes técnicas de pré-

processamento a fim de avaliar a metodologia de pré-processamento e os modelos propostos.

Em relagdo as técnicas de pré-processamento, foram treinados modelos com Norm global ou
sem o operador Detrend, isto é: (i) todos os dados foram normalizados antes de serem divididos
em janelas usadas no treinamento, portanto, todos os dados foram normalizados de acordo
com o valor mdximo e minimo de todo o conjunto de dados e (ii) os dados nao passaram pelo
processo de remogdo de tendéncia. Para facilitar a leitura dos resultados, o Quadro [I2] mostra as

abreviacdes dos diferentes processamentos avaliados.

Quadro 12 — Abreviagdes dos tratamentos utilizados

Abreviacao Procedimento

Normal Procedimento como definido

Global Operador Norm antes da divisao em janela
Trend Sem operador Detrend
Close Apenas preco de fechamento como caracteristica

Fonte: Producao do préprio autor.

Em relagdo a comparacdo com técnicas classicas da literatura, foram utilizadas as técnicas
de: regressao ingénu regressdo Ridge, Média Movel Integrada Autorregressiva Sazonal (SA-
RIMAX, do inglés Seasonal Autoregressive Integrated Moving Average), modelo Perceptron
multicamada e regressao por arvore de decisdo (denominado DecisionTree). Todas as técnicas

testadas tiveram como entrada uma janela de tamanho 128, assim como os modelos LSTM, e

' Na técnica chamada de regressdo ingénua (do inglés, naive regression) é suposto que todo valor futuro é igual ao
valor observado no passado imediato, assim como demonstra a seguinte relagdo $[r + 1] = y[t].
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seus hiper-parametros 6timos encontrados via o algoritmo GridSearchEL onde encontra-se 0s

melhores pardmetros via forga bruta.

Aqui, foi utilizado um conjunto de dados de teste com ativos da B3. Especificamente, os ativos
selecionados do mercado brasileiro foram: Usiminas (USIMS), Petrobras (PETR4), Oi (OIBR3),
Ambev (ABEV3), Gerdau (GOAU4) e Marfrig (MRFG3). O resultado da anélise é resumido

através da média das métricas MdAE e MSE obtidas nos ativos indicados.

No tocante as técnicas de processamento, os resultados desta etapa de avaliacdo ficam resumidos
nos Grificos [[3]e[T14]e nos Quadros [I3|e[T4] As figuras comparam as predi¢des dos diferentes
modelos em relacdo a linha de referéncia denominada preco de fechamento. J4 os quadros
comparam os resultados médias de cada modelo através das métricas utilizadas. Nota-se que a
metodologia proposta € valida ao passo que obteve menor erro MSE e MAAE quando comparada
aos variantes. Outro detalhe observado é o impacto do comportamento nao-estacionério dos
dados. detalhe percebido ao comparar os resultados dos modelos onde se aplica o operador

Detrend e onde nao se aplica.

Griéfico 13 — Comparagéo de predi¢des entre modelos com o ativo ABEV3
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Fonte: Produgéo do préprio autor.

2 Para o GridSearch foi utilizado a biblioteca scikit-learn em Python onde o processo de busca de pardmetros

otimos é automatizado.
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Quadro 13 — Erro MdAE para diferentes modelos e diferentes agcdes

Erro (1073)

FcLSTMLN Gilobal

FCLSTMLN Trend

FCLSTMLN Close

Modelo Composto

ABEV3 5,85 | 6,19 147,96 | 52,11 | 10,24 | 25,77
GOAU4 | 6,06 |33,81 | 122,92 | 78,98 | 10,93 | 3,49
MRFG3 13,80 | 131,29 | 200,27 | 65,89 | 42,13 | 56,26
OIBR3 2,24 | 27,33 | 23,52 | 5,73 13,77 | 16,44
PETR4 18,48 | 222,58 | 576,30 | 198,71 | 75,37 | 73,63
USIM5 6,23 | 77,06 | 131,97 | 40,13 | 36,09 | 29,42
Média 8,78 | 83,04 | 200,49 | 73,59 | 31,42 | 34,17

Fonte: Produ¢do do préprio autor.
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Quadro 14 — Erro MSE para diferentes modelos e diferentes acdes

Modelo Composto

FcLSTMIN TrendClose
FCLSTMLN Close

FCLSTMLN Trend

£
S
z
—
=
F
0]
—
Q
i

Erro (1073)
ABEV3 |[0,07 [ 2,33 [28,10 |536 |038 |0,95
GOAU4 [ 0,06 | 0,87 |19,40 [9,77 [0,24 |0,05
MRFG3 | 0,37 | 13,48 [ 53,00 | 9,48 [2,559 | 3,62
OIBR3 | 0,01 | 0,67 |0,73 0,13 0,19 [0.24
PETR4 | 0,88 | 40,09 | 444,33 | 65,63 | 14,45 | 5,59
USIM5 [ 0,09 | 4,04 | 46,66 |3,40 | 1,40 | 0,89
Média | 0,25 | 10,25 | 98,70 | 15,63 | 3,21 | 1,89

Fonte: Produ¢do do préprio autor.

No que diz respeito a comparagdo com técnicas classicas da literatura, os resultados desta
etapa de avaliacdo ficam resumidos nos Graficos 15| e [16]e nos Quadros [I5]e[16] As figuras
comparam as predi¢des dos diferentes modelos em relagdo a linha de referéncia denominada
preco de fechamento. Ja os quadros comparam os resultados médias de cada modelo através das
métricas utilizadas. Nota-se que a metodologia proposta € valida ao passo que obteve menor erro
MSE e MdAE quando comparada aos variantes. Observa-se que o modelo preditor proposto
(FcLSTMLy) obtém melhores resultados que os métodos cldssicos. Entretanto, nota-se que o

modelo composto ndo obteve resultados satisfatorios, uma vez que outros métodos cldssicos de

regressdo obtiveram melhores resultados.



Griéfico 15 — Comparacdo de predicdes entre LSTM e regressores classicos com o ativo ABEV3
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Fonte: Produ¢do do préprio autor.

Gréfico 16 — Comparagdo de predigdes entre LSTM e regressores cldssicos com o ativo OIBR3
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Fonte: Produgéo do préprio autor.
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Quadro 15 — Erro MdAE para diferentes modelos cldssicos em ac¢des

(0]
g
=~
=
o
o p—
17
o v—
Q
O]
A

Erro (1073)
ABEV3 25,90 | 20,00 | 22,80 | 42,44 | 22,55 | 5,85 | 25,77
GOAU4 22,00 | 20,00 | 20,46 | 32,62 | 18,68 | 6,06 | 3,49
MRFG3 35,27 | 30,00 | 37,82 | 57,33 | 36,64 | 13,80 | 56,26

OIBR3 5,14 | 10,00 | 5,38 | 7,63 8,07 | 224 | 16,44
PETR4 84,00 | 70,00 | 85,07 | 147,39 | 70,92 | 18,48 | 73,63
USIMS5 25,00 | 20,00 | 22,56 | 43,79 | 21,15 | 6,23 | 29,42
Média 32,88 | 28,33 | 32,35 | 55,20 | 29,67 | 8,78 | 34,1

Fonte: Producdo do préprio autor.

Quadro 16 — Erro MdAE para diferentes modelos cldssicos em ac¢des

8
% =
= =
> 5
5 a

Erro (1073)
ABEV3 1,82 | 1,37 | 1,89 | 425 | 1,51 | 0,07 0,38
GOAU4 1,35 | 1,17 | 1,51 | 3,49 | 1,30 | 0,06 | 0,24
MRFG3 | 4,13 | 3,79 | 4,775 |9,73 | 4,63 | 0,37 | 2,59
OIBR3 0,07 (0,00 |O0,10 | 0,05 | 0,10 | 0,01 | 0,19
PETR4 30,70 | 29,38 | 31,98 | 56,71 | 30,17 | 0,88 | 14,45
USIMS 1,97 | 1,46 |201 |517 |1,57 |0,09| 1,40

Média 6,67 | 621 | 7,04 | 1325|655 | 0,25 3,21

Fonte: Producdo do préprio autor.

4.47 Comparacgao de resultados via Backtesting

Em relacdo aos parametros da estratégia Trail Stop Loss, assim como utilizado no quarto
experimento, foram utilizados os ativos do mercado brasileiro USIMS, PETR4, OIBR3, ABEV3,
GOAU4 e MRFG3 a fim de determinar os melhores paradmetros da estratégia Trail Stop Loss,

resumidos na Tabela[171
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Quadro 17 — Parametros otimizados da estratégia Trail Stop Loss

Parametro Valor 6timo
Acréscimo 2,5%
Bias 7,5%
Stopr oss 5%
St0PGain 50%

Fonte: Produg¢do do préprio autor.

Com relagdo a execugdo do Backtesting com a estratégia Trail Stop Loss sintonizado com o
regressor ideal, os resultados obtidos sdo referentes a um més de execugdo de backtesting no
periodo entre outubro de 2019 e novembro de 2019. Neste teste com o regressor ideal, foram
executadas 31 operagcdes de compra e 39 operagdes de venda, com isto, tem se 69 posi¢cdes

tomadas durante o periodo de 20 dias o que leva a uma média de 3.45 operagdes/dia.

O Quadro [I8 demonstra que variagdo percentual de lucro depende da taxa de comissdo utilizada.
Isto se dé pelo fato de 69 posigdes terem sido tomadas, € preferivel tomar poucas posi¢des
grandes ao invés de muitas posi¢des pequenas devido a exposi¢do ao risco e taxas associadas a
cada operacdo. No mercado financeiro brasileira, hd corretoras que oferecem contas com taxa de
corretagem zero, isto €, o usudrio opera sem ser taxado por operacao. Alterando os pardmetros
de backtesting para simular este tipo de corretora, pode-se testar as estratégias em backtesting
com menos taxas por operacdo, o que torna viavel sistemas de Algorithmic trading com muito
posicionamento. Para tanto, as comparacdes e as simulacdes que seguem sao executadas com

taxa de corretagem zero.

Quadro 18 — Diferenca em lucro devido a taxa de corretagem

Tipo de operagcdo Numero de posi¢cdes | Lucro% = Acgdes por posicao

Com comissao 69 —0,583% 200
Sem comissdo 69 +0,131% 200

Fonte: Produ¢do do préprio autor.

Em relacdo a execucdo do Backtesting com a estratégia Trail Stop Loss e os modelos predito
e composto, utilizando o modelo preditor € o0 modelo composto executou-se o backtesting,
obtendo-se o regime de operacdo para ambos modelos como demonstrado nos Graficos |17 e

[18] respectivamente. A figura demonstra o comportamento da estratégia de algorithmic trading
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com os modelos atuando na acdo da empresa Ambeyv, nota-se pelo nimero de bolas azuis e
vermelhas que ambos atuam em excesso. Para todas as execucdes de backtesting obtém-se um
resumo grafico das decisOes tomadas na estratégia, onde: (i) o preco de fechamento da acdo é
representado pela linha preta; (i) a predicao feita pelo modelo € representado pela linha vermelha.
Além disto, abaixo do grafico € exposto o valor da varidvel Diferenca% como mencionado na
Proposta. Somado a isto, a cada posi¢ao tomada pelo modelo, graficamente tem-se: (i) triangulos
vermelhos para os momentos em que acdes foram vendidas; (ii) tridngulos verdes para os
momentos a¢des foram comparadas; (iii) bolas azuis para as operagdes onde obteve-se lucro e
(iv) bolas vermelhas para as operacdes onde obteve-se prejuizo. Nota-se que os modelos operam
em demasiado, idealmente, o modelo operaria uma vez, ou seja, comprando no valor minimo e
vendendo no valor maximo. O nimero de posi¢des tomadas levou a reducdo do lucro devido a

taxacOes mesmo apoés a retirada da taxa de corretagem, entretanto, ainda foi possivel obter lucro.

Gréfico 17 — Anélise de operacdo do modelo preditor no ativo ABEV3
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Fonte: Produgéo do préprio autor.
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Griéfico 18 — Andlise de operacdo do modelo composto no ativo ABEV3
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Fonte: Produgdo do préprio autor.

Ao que se refere a execugdo do Backtesting com outras estratégias, utilizando a mesma ferramenta
para a execucao do backtesting, cria-se as estratégias de Cruzamento de Médias Moveis, onde
optou-se por usar médias méveis de periodo sete e vinte e um e a estratégia de Buy and Hold a
qual ndao ha parametros a serem definidos uma vez que a estratégia consiste apenas em comprar
o ativo e deixar valorizar até um valor maximo. Desta forma, obtém-se um regime de operacao
como demonstrado nos Gréficos [I9 para a estratégia de Buy and Hold e[20|para a estratégia de
Cruzamento de Médias Moveis. Para todas as execucdes de backtesting obtém-se um resumo
gréfico das decisdes tomadas na estratégia, onde: (i) o preco de fechamento da agao € representado
pela linha preta; (ii) a linha vermelha representa a predi¢dao do modelo regressor; (iii) a média
movel longa, de periodo 21, € representado pela linha azul; (iv) a média mével longa, de periodo
21, é representado pela linha verde; Como mencionado na execugdo do backtesting comos
modelos LSTM, abaixo do grafico é exposto o valor da varidvel Diferenca% e para cada posi¢do
tomada pelo modelo, tem-se: (7) tridngulos vermelhos para os momentos em que acdes foram
vendidas; (i7) tridngulos verdes para os momentos a¢gdes foram comparadas; (iii) bolas azuis
para as operacOes onde obteve-se lucro e (iv) bolas vermelhas para as opera¢des onde obteve-se

prejuizo.
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Griéfico 19 — Andlise de operacdo com cruzamento de médias méveis no ativo ABEV3
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Fonte: Produgdo do préprio autor.

Graéfico 20 — Andlise de opera¢do com Buy and Hold no ativo ABEV3
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Fonte: Producdo do préprio autor.

No quesito de comparagdo entre as estratégias utilizadas no Backtesting, como feito no quarto
experimento, aqui, executa-se o processo de backtesting em um conjunto de acdes a fim de
determinar o lucro porcentual médio de atuacdo de cada estratégia e quantas posi¢des foram
tomadas por estratégia. Através dos resultados sumarizados na Tabela[I] percebe-se que para uma
janela de tempo curta, o sistema de algorithmic trading com o uso de redes LSTM e estratégia de

Trail Stop Loss foi capaz de obter lucro médio maior que outras estratégias mesmo que tomando



mais posi¢des no mercado financeiro.

Tabela 1 — Lucro e nimero de operacdes em diferentes acdes

8
S 8 (DCIJ
= o ~ L2
3 2 s 5%
A O = 5=
9 o K =P
e 3 S S
o] o) oy 20
= = Q @)
S 2 S g s % 5 2
Q o Q o Q e} Q o
Acgdes 3 z 3 Z 3 z 3 z
ABEV3 | 4+0,0455% 74 —0,0240% 77 +0,0682% 1 | —0,0721% 8
GOAU4 | +0,1838% 80 +0,1701% 79 +0,1833% 1 | 40,0710% 6
MRFG3 | +0,3158% 77 +0,0918% 82 —0,2600% 1 | —0,0920% 7
OIBR3 | —0,0063% 87 —0,0251% 88 +0,0123% 1 | +0,0110% 6
PETR4 | +1,1281% 76 +0,4643% 79 +0,2722% 1 | —0,1651% 5
USIMS | +0,2978% 81 +0,1837% 83 4+0,0412% 1 | —0,0800% 7
1 |-0,054516% 6,5

Média |+0,32745%

79,16 40, 143466% 81,32|+0,0526%

Fonte: Produ¢do do préprio autor.

4.5 Resumo

Deste capitulo pode-se concluir que: Através do treinamento e da escolha de bons modelos

treinados, é possivel obter lucro atuando no mercado financeiro através de algorithmic trading
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com o uso de redes neurais LSTM, mesmo operando com spread e slippage. Nota-se que 0 uso

do método de pré-processamento resultou em melhora dos resultados. Além disso, observa-se

que através de algoritmos consegue-se efetuar o backtesting com diferentes estratégias com

diferentes parametros facilmente, sendo possivel criar comparagdes cabiveis sobre o desempenho

do modelo e estratégias utilizadas no mercado financeiro. Nota-se embora tenha sido obtido

lucro percentual. H4 muitas compras e vendas feitas pelo modelo, idealmente, o modelo operaria

comprando no valor minimo e vendendo no valor maximo. O que segue deste trabalho sdo as

conclusoes sobre o desenvolvimento do trabalho.
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5 CONCLUSOES

O objetivo principal deste trabalho foi propor um sistema de Algorithmic trading utilizando redes
neurais LSTM. A técnica proposta é baseada fundamentalmente na habilidade de redes LSTM
de criarem dependéncias temporais em sua estrutura. Junto a estas redes, através da formalizagcao
de um processo de tratamento dos dados e o uso de bibliotecas de ML da atualidade, cria-se
um sistema capaz de operar automaticamente na bolsa de valores sendo capaz de se ajustar a

dinamicidade do mercado.

Como demonstrado na se¢do anterior, foi possivel criar um sistema de algorithmic trading capaz
de obter lucro com o uso da estratégia de Trail Stop Loss somado ao uso de redes LSTM para
gerar predi¢des sobre os valores futuros. Além disso, foi possivel demonstrar que a metodologia
de processamento de dados € vdlida ao passo que modelos treinados com outras formas de
processamento de dados obtiveram resultados inferiores ao modelos aqui propostos quando

avaliados em relacao as métricas estabelecidas.

A partir dos valores das métricas obtidas ao longo dos testes realizados, observou-se que, contrario
ao que era esperado ao desenvolver a pesquisa, 0 modelo composto, definido por um autoencoder
LSTM como forma de processamento dos dados, ndo levou a melhores resultados quando
comparados com o modelo FcLSTMp N. Este resultado pode ser visto como a incapacidade do
modelo composto, com as caracteristicas utilizadas, de reduzir as representacdes temporais dos
dados em seu espaco latente. Além disso, ao se analisar os resultados e comparar as métricas de
modelos com a metodologia proposta e outras metodologias utilizadas, percebe-se um aumento
no desempenho. Isto pode ser visto como a importancia e validade de utilizar indicadores técnicos

como ferramentas de extracdo de caracteristicas.

Outra forma de interpretar esta informacao estd no proprio uso destas ferramentas por individuos
que operam na bolsa de valores. Isto €, os indicadores utilizados como forma de extracao de
caracteristicas sdo as mesmas ferramentas utilizadas para guiar a decisao de individuos que
atuam na bolsa de valores. Portanto, h4 a possibilidade de que os indicadores em si, para uma
janela pequena de tempo, sejam dados mais relevantes que os precos, uma vez que a variagdo do

valor de uma acdo é composta por diferencas entre forcas compradoras e forcas vendedoras, que
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por sua vez, possam estar com sua decisio parcialmente influenciada pelos indicadores usados

no projeto.

Devido a divisdo do projeto em microsservigos e o uso de protocolos de comunica¢ao amplamente
utilizados pela internet, torna-se possivel construir ou até mesmo alugar um servidor e hospedar
os modelos, sendo eles acessados através de requisicdes GET de qualquer lugar do mundo. Além
disso, o trabalho buscou construir estruturas que visam a facilitar a construgao, treinamento e
testes de diferentes modelos em problemas de regressao em séries temporais onde ha uma ou

mais que uma série temporal a ser considerada como entrada.

Como trabalhos futuros: serdo pesquisadas outras técnicas e outros modelos a serem construidos
e testados. Desta forma, busca-se outras redes neurais com maior robustez para avaliar dados
temporais. Futuramente, pretende-se explorar mecanismos de atencao e técnicas de ensemble
onde explora-se a utilizagdo de um conjunto de modelos juntos para gerar um tinico modelo com

desempenho superior aos modelos individuais.
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APENDICE A - AUTOENCODER

Autoencoders sdo redes neurais que treinam através de um algoritmo supervisionado chamado de
auto-supervisionado (do inglés, self-supervised). Diferente de redes neurais que tentam aprender
relagdes nos dados de tal forma a classificar ou regredir relacdes entre os dados, autoencoders
tentam aprender a recriar a entrada na saida (GOODFELLOW; BENGIO; COURVILLE, 2016).
Como demonstra a Figura[I8] autoencoders sao a jungdo de um encoder e um decoder, onde o
encoder comprimi a informacao da entrada de tal forma que ocorra redu¢do da dimensionalidade
da entrada e o decoder opera fazendo o processo inverso, isto €, passa a aprender a recriar a
entrada através da representacdo compactada dos dados, aumentando a dimensionalidade dos

dados.

Figura 18 — Modelo de um Autoencoder

—> Encoder |- Decoder —>

Original
input

Reconstructed
input

Compressed
representation

Fonte: |Chollet| (2016).

Desta forma, autoencoders executam extragao de caracteristicas (do inglés, feature extraction)
dos dados, onde a rede neural funciona executando a redu¢do ndo-linear da dimensdo dos dados.
Com isso, pode-se definir uma rede neural autoencoder como uma rede cujas camadas ocultas
compostas pelo encoder e pelo decoder podem ser descritas como uma fun¢do de reconstrucao

da entrada onde:

h = f(x) (A.1)
r = g(h) (A.2)
ro= g(f(x) (A.3)

Com o encoder sendo descrito por (A.I) e o decoder por (A.2)), obtém-se o autoencoder
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sendo descrito por (A.3)). Nota-se que o objetivo é obter um autoencoder onde a saida r é
diferente da entrada x. Uma vez que pretende-se criar uma rede neural que aprenda a priorizar
as caracteristicas que mais impactam a reconstru¢cdo da entrada. Uma forma de se obter uma
rede autoencoder que priorize caracteristicas mais importantes, € forcar que 4 tenha dimensao
menor que a entrada x (GOODFELLOW; BENGIO; COURVILLE! 2016)). Dado o processo de

aprendizado, cuja o objetivo é minimizar uma fun¢ao de perda definida por:

L(x) = (x,8(f(x))) (A4)

Outra forma de treinar redes autoencoder de tal forma que se aprenda carateristicas mais
importantes € que mantenha o modelo generalizado € através do uso de regularizagdo, isto
¢, acrescentar ao calcula da funcido de perda uma forma de penalizacio (GOODFELLOW;

BENGIO; COURVILLE, 2016). Sendo esta penalidade definida por Q(%), temos:

L(x) = (x,8(f(x)) +Q(h)) (A.5)

Técnicas de regularizacdo podem ser vistas como uma forma de reduzir o erro em teste através de
aumento de erro durante treinamento, isto ocorre devido a adi¢do da penalidade Q(#), conhecida
como decaimento de peso (do inglés, weight decay), a fung¢do de perda. Tal funcio Q varia de
acordo com o tipo de regularizacdo que se usa. Uma forma de se modificar o peso da penalidade
sobre a funcdo L como demonstrado na equagdo (A.5) é através de um peso a, tal que a
contribui¢do da penalidade seja descrita por a.€2(x) (GOODFELLOW; BENGIO; COURVILLE,
2016)).

Os mais comumente usados tipos de regularizagio devido a sua simplicidade sio os métodos L! e
L?. Onde regularizacio L?, conhecida como regressio do cume (do inglés, ridge regression), tem
seu pardmetro de penalidade descrito pela equagdo (A.6), onde f3; é o peso. J4 a regularizagdo L,
conhecida como regressao lasso (do inglés, lasso regression), tem seu parametro de penalidade

descrito pela equagado (A.7) (GOODFELLOW; BENGIO; COURVILLE, 2016).

p
aQ(h)=a ) B} (A.6)
j=1

14
aQ(h)=a Y [|B;l (A.7)
j=1
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Nota-se a diferenca entre as duas regulariza¢des onde, L? tende 2 acrescentar uma penalidade
quadritica enquanto L' tende 4 acrescentar uma penalidade absoluta. Desta forma, L' tende a
tornar caracteristicas néo relevantes préximas de zero, enquanto L? ndo. No Gréfico[21|evidencia-
se a regularizagio L', ja no Grafico 22| a regularizacio L?. Nas duas imagens, na esquerda tem-se

a func¢do de penalidade e na direita sua derivada, onde w € o vetor de peso.

Nota-se no Grafico[21|como o impacto da parcela de penalidade L' comporta-se durante back-
propagation, sua derivada contém valor contante, portanto, através da escolha de & em aQ(h)
pode-se zerar a influéncia de um peso, ou caracteristica, durante o treinamento. Assim como no
Grifico[22] nota-se que o comportamento da penalidade, tende a aumentar quadraticamente a

influéncia de pontos fora da curva durante o erro.

Grifico 21 — Fungio de regularizagio L'

oLy
(e
Fonte: |Zhou| (2016).
Grifico 22 — Fungdo de regularizagio L?
1 — qn2 I* '/ 0—‘[’2. — i
Lo = / o<t = 2u

Fonte: |[Zhou| (2016)).

Esta diferenca faz com que a regularizacdo L! execute selecio de caracteristicas(do inglés, feature

selection), isto &, selec@o das caracteristicas. Com isso, obtém se um modelo mais simples, cuja
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safda depende de menos caracteristicas. J4 a regularizacio L? tende a aumentar o impacto de
pontos fora da curva, uma vez que o seu erro € elevado ao quadrado. Desta forma, a rede neural
aumenta sua robustez, ao passo que passa-se a treinar a rede com grande impacto de pontos
fora da curva, aumentando o erro durante treinamento, o que leva a maior generalizacdo durante

teste.
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ANEXO A - CODIGO

numun

Qauthor: Rafael Costa de Almeida
@copyright: Rafael Costa de Almeida
#!/usr/bin/env python

# -*- coding: utf-8 -*-

from utils.support import System, ignite_trainer, AdamW # scripts para
treino dos modelos

from models import torch_models # scripts com arquitetura de modelos

import torch # pytorch

import copy

import sys

epochs = 150 # exemplo de epochs para se executar treinamento
num_layers = 6 # numero de camada dos modelos
if __name__ == "__main__":

input_size = int(sys.argv[1]) # recebe do usu rio o tamanho da

janela deslizante
# chama o construtor dos modelos a serem treinados
models = [torch_models.LayerNormLiLSTM, torch_models.
LayerNormBasicLSTM, torch_models
.LayerNormFCLSTM] ,
torch_models.LiLSTM, torch_models.BasicLSTM,
torch_models.FCLSTM]

# nomeia cada modelo a ser treinado para salvar em disco suas
informa es

names = ["LayerNormLiLSTM_", "LayerNormBasicLSTM_", "
LayerNormFCLSTM_"],

"LiLSTM_", "BasicLSTM_", "FCLSTM_"]




# cria inst ncia da classe que administra o treino e
inicializa o do pre-
processamento

syss = System(model_prefix=’Master’, num_layers=num_layers,

input_size=input_size,
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global _normalize_interval=None, local_normalize_interval=(1, 1le-5))

# configura ambiente para treino como checagem de GPU e etc

syss.set_enviroment ()

# cria os bancos de dados com o pre processamento

syss.generate_dataloaders (syss.data_folder)

# sufixos e prefixos a serem adicionados ao nome para facilitar
identifica o
sufixs = str(epochs)
if syss.global_normalize_interval is not None:
sufixs += "G"
if syss.local_normalize_interval is not None:
sufixs += "L"

sufixs +=str (input_size)

# loop para cria o e treinamento dos modelos
for model_type, name in zip(models, names):

syss.model_prefix= name+sufixs

# cria modelo de acordo com o construtor e os par metros
setados
model = model_type(input_dim=syss.input_dim,

hidden_dim=1, output_dim=syss.output_dim,

num_layers=syss.num_layers, dropout=syss.dropoutRate

3
input_size=syss.input_size, output_size=syss.
output_size,

device=syss.device)

# mostra modelo construido para usuario

print (model)




# treina modelo

result

syss.train_model(model,

epochs)
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